
第 3章 线性模型

3.1 线性回归

我们在第一章中已经介绍了多项式拟合 sin函数的例子，它实际上是线性回归模型的一个
特例。尽管线性模型方法早在计算机诞生之前就已经相对发展成熟，但在当今计算机技术高度
发达的时代，它依然被广泛采用，并值得我们深入学习与研究。线性模型结构简单，具有良好
的分析性质和清晰的几何解释，让我们能够直观地理解输入是如何影响输出的，同时也为理解
更复杂的高级模型（如：支持向量机和人工神经网络）奠定基础。在实际的应用中，线性模型
有时甚至能优于更复杂的非线性模型，特别是在训练数据有限或信噪比较低的情况下。

最简单的线性回归模型是输入变量的线性组合形式：

f(x,w) = w0 + x1w1 + · · ·+ xDwD = w0 +
D∑

j=1

xjwj (3.1)

其中输入 x = (x1, . . . , xD)→，xj 是 x的第 j 个特征，w = (w0, . . . , wD)→ 是模型的可调参数，
而可调参数中的 w0称为偏置或截距。
对于输入 x，我们可以施加各种非线性变换，以增强模型的建模能力。因此，我们可以将

上述最简单的线性回归模型扩展为对输入 x经过变换后的形式：

f(x,w) = w0 +
M−1∑

j=1

φj(x)wj (3.2)

其中 φj(x)是施加于输入 x的某种变换，通常被称为基函数（Basis Function）。在上述公式中，
下标 j 最大值为M − 1，因此模型的参数数量为M。由于输入可以经过非线性变换，因此严格
来说，线性模型并不一定是原始输入 x的线性形式，但必定为可调参数w的线性形式。为了简
化表示，我们可以定义一个额外的基函数 φ0(x) = 1，从而将公式3.2简化为：

f(x,w) =
M−1∑

j=0

φj(x)wj = φ(x)
→w (3.3)

其中 φ = (φ0, . . . ,φM−1)→，而 w = (w0, . . . , wM−1)→。对输入 x的变换可以包括：
恒等变换 φ(x) = x，即将输入映射到自身。
幂函数 φ(x) = xij，即对输入 x的第 j 个特征取 i次幂，其形式包括 √xj、x2j、x3j 等。
特征之间的交互 φ(x) = xixj，即输入 x的第 i维特征和第 j 维特征的乘积。
对数函数 φ(x) = logb(xj)，即对输入 x的第 j 个特征取以 b为底的对数。
高斯基函数 φ(x) = exp

(
− (xj−µj)2

2σ2

)
，该函数的值反映了第 j个特征与其定义域中位置 µj

之间的距离。离 µj 越近，函数值越大；而离 µj 越远，则值越小。该距离的尺度由参数 σ

控制。需要注意的是，该函数并不一定具有概率意义，因为它没有包含高斯分布的归一化
系数。函数值会与相应的可调参数 wj 相乘，从而将归一化系数的影响整合到可调参数中。
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傅里叶基函数（Fourier Basis），它将函数表示为不同频率正弦波的叠加。每个基函数对应
一个特定的频率，特别适用于信号的分解和分析。
接下来，我们讨论如何根据给定包含N 个样本的训练数据集 D = {(xi, yi)}Ni=1来确定可调

参数w的值。回顾第一章的内容（见公式1.18），我们已知在假设高斯噪声的情况下，线性模型
的最大化似然函数等价于最小化以下平方误差损失函数：

RSS(w) ! 1

2

N∑

i=1

(
yi − φ(xi)

→w
)2

(3.4)

其中 RSS（Residual Sum of Squares）是残差平方和，即所有样本的预测值与实际值之间误差的
平方和。与第一章中所定义的残差平方和略有不同，在公式3.4中，我们额外引入了一个 1

2 作为
系数。这是一种常用的处理技巧，旨在简化后续推导，使公式更加整洁。具体而言，该 1

2 将与
对二次项求导后出现的 2相互抵消，从而在不改变最优解的情况下，避免出现不必要的系数。

为了确定参数的取值，我们将公式3.4对 w求偏导，得到如下表达式：

∇RSS(w) = −
N∑

i=1

(
yi − φ(xi)

→w
)
φ(xi) (3.5)

将该导数设为零，并注意到 φ(xi)→w是一个标量，因此可以与 φ(xi)交换乘法顺序，我们得到：

−
N∑

i=1

yiφ(xi) +

(
N∑

i=1

φ(xi)φ(xi)
→

)
w = 0 (3.6)

将含有参数 w的项与不含 w的项分别移至等式的两边，可得：
(

N∑

i=1

φ(xi)φ(xi)
→

)
w =

N∑

i=1

yiφ(xi) ⇒

N∑

i=1

⎡

⎢⎢⎢⎢⎢⎣

φ0(xi)φ0(xi) φ0(xi)φ1(xi) · · · φ0(xi)φM−1(xi)

φ1(xi)φ0(xi) φ1(xi)φ1(xi) · · · φ1(xi)φM−1(xi)
...

... . . . ...
φM−1(xi)φ0(xi) φM−1(xi)φ1(xi) · · · φM−1(xi)φM−1(xi)

⎤

⎥⎥⎥⎥⎥⎦
w =

N∑

i=1

⎡

⎢⎢⎢⎢⎢⎣

yiφ0(xi)

yiφ1(xi)
...

yiφM−1(xi)

⎤

⎥⎥⎥⎥⎥⎦
⇒

Φ→Φw = Φ→Y ⇒

w = (Φ→Φ)−1Φ→Y

其中Y = (y1, y2, . . . , yN )→表示所有训练样本的实际观测值构成的列向量，而矩阵Φ定义如下：

Φ =

⎡

⎢⎢⎢⎢⎢⎣

φ0(x1) φ1(x1) · · · φM−1(x1)

φ0(x2) φ1(x2) · · · φM−1(x2)
...

... . . . ...
φ0(xN ) φ1(xN ) · · · φM−1(xN )

⎤

⎥⎥⎥⎥⎥⎦
(3.7)

以下矩阵
Φ† ! (Φ→Φ)−1Φ→ (3.8)
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当设计矩阵（Design Matrix）Φ 满列秩时，Φ† 被称为 Φ 的 Moore-Penrose 伪逆，它可以看作
是矩阵求逆在非方阵情形下的一种推广。实际上，当 Φ是可逆的方阵时，由等式 (Φ→Φ)−1 =

Φ−1
(
Φ→)−1和公式3.8可得 Φ† ! Φ−1。
现在，我们可以探讨并理解偏置项 w0的作用。如果将偏置 w0从其余参数中单独分离出来，

则损失函数3.4可改写为：

RSS(w) ! 1

2

N∑

i=1

⎛

⎝yi − w0 −
M−1∑

j=1

φj(xi)wj

⎞

⎠
2

(3.9)

将上式单独对偏置 w0求导，并将导数设为零，我们可以得到：

w0 = y −
M−1∑

j=1

φjwj (3.10)

其中 y和 φj 分别为：

y =
1

N

N∑

i=1

yi (3.11)

φj =
1

N

N∑

i=1

φj(xi) (3.12)

从公式3.10可以看出，偏置 w0等于拟合目标的平均值与基函数平均值加权和之间的差异。如果
对所有目标值 yi 加上或减去相同的常数，则偏置项 w0 会相应地增加或减少。因此，第一章中
提到的正则化方法（见公式1.13）通常只会作用于除偏置项 w0之外的其他可调参数。

通过最小化所有样本的预测值与实际观测值之间差异的平方和（RSS）来确定模型参数的
方法，通常称为最小二乘法。接下来，我们探讨采用最小二乘法所得到线性回归参数解的直观解
释及其几何意义。从上述推导出w = (Φ→Φ)−1Φ→Y的中间步骤里，我们已知Φ→Φw = Φ→Y，
而该式还可以改写成：

Φ→(Y −Φw) = 0 (3.13)

定义 F = (f(x1,w), f(x2,w), . . . , f(xN ,w))→，即将所有样本的拟合结果组合成为一个列向量，
则有：

F = Φw =
[
ϕ0,ϕ1, . . . ,ϕM−1

]
w = ϕ0w0 +ϕ1w1 + · · ·+ϕM−1wM−1 (3.14)

其中 ϕ0,ϕ1, . . . ,ϕM−1依次是矩阵Φ（详见公式3.7）中的列向量。每一个列向量表示所有样本
在对应基函数下的值，其中 ϕ0的元素全为 1（对应于偏置参数 w0）。从上式可以看出，向量 F

是向量 ϕ0,ϕ1, . . . ,ϕM−1 的线性组合，即 F位于这些向量所张成的子空间中。根据公式3.14中
对于 F的定义，我们可以将公式3.13简化为：

Φ→(Y − F) = 0 (3.15)

上式表明，所有样本的实际值Y与预测值 F之间的误差向量 (Y−F)与向量 ϕ0,ϕ1, . . . ,ϕM−1

所张成的子空间正交。为便于说明与简洁展示，图3.1仅显示了由两个基函数对应的向量 ϕ1 和
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ϕ2所张成的子空间 S。从图中可以看出，向量 F是Y在子空间 S（图中为一平面）上的投影，
而误差向量（用虚线表示）则与该子空间正交。多个样本点分别绘制的拟合示意图如图3.2所示，
图中的平面是通过最小化每个样本实际观测值（图中红色圆圈）到该平面的垂直距离来确定。

!!

!"

"

#

!子空间

图 3.1: 最小二乘法下线性回归的几何解释。样本实际观测值 Y 垂直投影到由两个基函数对应
的向量 ϕ1和 ϕ2所张成的平面 S 上，所得投影 F即为线性回归模型的预测值。

如果将以下可调参数 w的求解公式（Normal Equations）：

w = (Φ→Φ)−1Φ→Y (3.16)

代入到公式3.14后，我们可以得到：

F = Φw = Φ(Φ→Φ)−1Φ→Y = HY (3.17)

其中矩阵H = Φ(Φ→Φ)−1Φ→用于计算Y在线性子空间上的正交投影，因而被称为投影矩阵。
对于包含大量样本的数据集，直接使用公式3.16来求解线性模型参数 w 的计算成本较高。

此外，在某些应用中，观测数据以数据流的形式持续到达，此时往往需要在尚未获得全部数据
之前就能够进行预测。针对上述两种情况，通常采用在线学习（Online Learning）或序贯学习
（Sequential Learning）算法来逐步更新参数 w。这类算法的一般思路是：先设定参数的初始值
w(0)，然后根据一个样本或一小批样本对模型参数进行持续更新。随机梯度下降法（Stochastic
Gradient Descent）是一种常用的序贯学习算法，它通过以下更新公式对模型参数进行迭代调整：

w(t+1) = w(t) − η∇L(w(t)) (3.18)

其中 t表示迭代的时间步，η是学习率（或称学习步长），而 L表示损失函数。若每次使用多个
样本来更新参数，其损失函数为多个样本的损失函数之和。由于损失函数对参数w的梯度指向
损失函数增长最快的方向，而我们的目标是最小化损失函数，因此参数应沿着梯度的相反方向
进行更新。为此，更新公式中学习率 η前通常带有一个负号（学习率本身一般取小于 1的正值）。
对于公式3.4所定义的损失函数，其参数更新公式为：

w(t+1) = w(t) + η
(
yi − φ(xi)

→w(t)
)
φ(xi) (3.19)
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!!
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"

图 3.2: 最小二乘法线性回归示意图。最优线性回归函数（由图中的平面表示）通过最小化每个
样本实际观测值（红色圆圈）与其在平面上的垂直投影之间的距离来确定。

此方法被称为最小均方算法（Least-mean-squares），简称 LMS算法。
在前面的讨论中，我们关注的是每个样本对应一个拟合目标的情形。现在，我们将其扩展

到每个样本对应多个输出值的情况。最简单的方法是为每一个输出目标分别选择不同的基函数，
并为每个目标构建一个独立的线性回归模型，从而形成多个彼此独立的回归问题。另一种更为
常见的做法是对所有输出目标使用一组相同的基函数，通过这组共享的基函数同时拟合多个目
标值。假设有K > 1个拟合目标，则我们有：

f(x,W) = φ(x)→W (3.20)

其中 f 是一个K 维的行向量，表示模型的K 个输出值。而W则是M ×K 的参数矩阵，用于
将基函数的输出映射到K 个拟合目标上。仍然使用上述的最小二乘法，则可以通过以下公式来
求解参数矩阵：

W = (Φ→Φ)−1Φ→T = Φ†T (3.21)

其中T是一个N ×K的矩阵，该矩阵的每一行对应一个样本的K个实际观测值。从公式3.21可
以看出，尽管不同的拟合目标共享同一个Moore-Penrose伪逆Φ†（只需计算一次），回归问题的
解在不同拟合目标之间是解耦的，即使用相同的伪逆 Φ† 独立地为每个拟合目标求解出对应的
一组可调参数。

3.2 特征选择

基函数 φ(x)可以理解为从输入 x中提取某种特征的方式。如第3.1节所述，基函数的形式
多样，常见的包括幂函数、对数函数和高斯基函数等。然而，并非所有通过基函数变换得到的
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特征都是有用的。如果所选特征过少或不当，模型可能无法捕捉数据的内在规律，从而导致欠
拟合；而如果所选特征过多，则容易造成模型对训练数据的过拟合，降低泛化能力。实际应用
中通常采用“先多后筛”的策略，即初步构造较为丰富的特征集合，再通过特征选择或正则化
等方法筛除冗余或无效特征，从而提升模型的拟合效果与泛化性能。本节将主要介绍线性回归
模型的特征选择方法，而下一节则将探讨相应的正则化方法。

对于线性回归函数 f(x,w) = w0φ0(x) + w1φ1(x) + · · · + wM−1φM−1(x)，若某个参数 wj

的绝对值较小，甚至接近于零，通常认为相应的特征 φj(x)对拟合结果的贡献较小，即该特征
的重要性相对较低。然而，仅依据参数的绝对值来判断特征的重要性并不可靠，因为各个参数
估计值的方差可能存在差异，直接比较参数的绝对值会导致误判。因此，在评估特征重要性时，
还应考虑参数估计的标准差，从而判断其统计显著性。

在判断某个特征是否重要时，我们通常会假设其对应的参数服从以零为均值、σ2为方差的
高斯分布。基于这一零假设分布（Null Distribution），我们可以计算参数的 z值（z-score），并据
此对特征的重要性进行排序和统计推断。z 值的计算方法也比较简单，即将参数估计值减去其
假设均值（此处为零），再除以该参数估计值的标准差 σ（假设标准差 σ已知）。

根据线性回归的参数估计公式 ŵ = (Φ→Φ)−1Φ→Y（为了强调参数 w 的估计值带有随机
性，此处使用 ŵ 来表示估计结果），我们可以推导出参数估计的协方差（具体推导过程详见后
文）：

Cov[ŵ] = (Φ→Φ)−1σ2ε (3.22)

其中 σ2ε 表示误差项 ε的方差，而误差项定义如下：

y = φ(x)→w + ε (3.23)

即 ε表示真实观测值 y与线性回归模型预测值之间的误差，并且假设其服从高斯分布N (0,σ2ε )。
根据公式3.23，所有样本的实际观测值 Y 可以表示为 Φw + ε，其中列向量 ε的第 j 个分量 εj

对应第 j 个样本的误差。将Y = Φw + ε代入参数估计公式，我们可以得到：

ŵ = (Φ→Φ)−1Φ→(Φw + ε)

= (Φ→Φ)−1Φ→Φw + (Φ→Φ)−1Φ→ε

= w + (Φ→Φ)−1Φ→ε （(Φ→Φ)−1Φ→Φ = I）

对 ŵ求期望，我们可得：

E[ŵ] = E[w + (Φ→Φ)−1Φ→ε]

= E[w] + E[(Φ→Φ)−1Φ→ε] （期望的线性性质）

= w + (Φ→Φ)−1Φ→E[ε]

= w （E[ε] = 0）
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结合以上两式，我们可以推导出：

ŵ − E[ŵ] = w + (Φ→Φ)−1Φ→ε−w

= (Φ→Φ)−1Φ→ε (3.24)

至此，我们可以推导公式3.22如下：

Cov[ŵ]

= E
[
(ŵ − E[ŵ])(ŵ − E[ŵ])→

]
（协方差定义）

= E
[
(Φ→Φ)−1Φ→ε

(
(Φ→Φ)−1Φ→ε

)→]
（利用公式3.24）

= E
[
(Φ→Φ)−1Φ→εε→Φ(Φ→Φ)−1

]
（(Φ→Φ)−1为对称矩阵）

= (Φ→Φ)−1Φ→E
[
εε→

]
Φ(Φ→Φ)−1 （Φ为常数矩阵）

= (Φ→Φ)−1Φ→σ2ε IΦ(Φ→Φ)−1 （E
[
εε→

]
= σ2ε I,E

[
ε2i
]
= Var[εi] = σ2ε ,

= (Φ→Φ)−1Φ→Φ(Φ→Φ)−1σ2ε E[εiεj ] = Cov[εi, εj ] = 0）

= (Φ→Φ)−1σ2ε

使用 z值来评估参数对应特征的重要性时，要求方差 σ2ε 是已知的。但在实际的应用中，我
们只能通过样本数据来估计该方差，具体估计方法如下公式所示：

σ̂2ε =
1

N −M

N∑

i=1

(
yi − φ(xi)

→ŵ
)2

(3.25)

上式计算误差的方差时，括号内省略了减去为零的均值项。以上公式中分母取 N −M 而非 N，
是为了使 σ̂2ε 成为 σ2ε 的无偏估计，即满足 E(σ̂2ε ) = σ2ε。其中，M 表示线性回归模型中需要估
计的参数个数，等于基函数的数量加上偏置项。在进行参数估计时会消耗一定的自由度。例如，
用样本数据估计一个均值会占用一个自由度。类似地，在拟合线性模型时，我们需要估计M 个
参数，因此应从总样本数 N 中扣除M 个自由度，以修正模型拟合所带来的自由度损失。

根据卡方分布的定义，若有 η 个相互独立且服从标准高斯分布 N (0, 1)的随机变量，则它
们的平方和服从自由度为 η的卡方分布，记为 χ2(η)。此外，从方差为 σ2的高斯分布中独立采
样得到的 N 个样本，其样本方差 σ̂2满足如下关系 [20]：

(N − 1)σ̂2

σ2
∼ χ2(N − 1) (3.26)

结合公式3.25和3.26，我们可以得到：

(N −M)σ̂2ε =
N∑

i=1

(
yi − φ(xi)

→ŵ
)2

=
N∑

i=1

(εi)
2 ⇒

(N −M)σ̂2ε
σ2ε

∼ χ2(N −M)（假设每个 εi都服从高斯分布 N (0,σ2ε )） (3.27)

为了检验线性回归模型中某个参数 ŵj是否显著不等于零，并且已知 ŵ的协方差为 (Φ→Φ)−1σ2ε
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（公式3.22），我们可以通过如下方式计算其 z值：

zj =
ŵj − 0√
σ2ελj

=
ŵj

σε
√
λj

(3.28)

其中 λj 是矩阵 (Φ→Φ)−1 的第 j 个对角元素，这是因为参数 ŵj 的方差对应于协方差矩阵中的
第 j个对角元素。然而，公式3.28假设 σ2ε 是已知的，但我们只能通过公式3.25来对其进行估计。
因此，只能对 ŵj 进行基于学生氏分布的 t检验。

设有两个相互独立的随机变量 y和 z，其中 y服从自由度为 η的卡方分布 χ2(η)，而 z服从
标准高斯分布 N (0, 1)。若定义随机变量 x为：

x =
z√
y/η

(3.29)

则该随机变量 x服从自由度为 η的学生氏分布（Student’s t-Distribution）[20]，该分布的概率密
度函数见公式2.119。

由于公式3.28中的随机变量 zj服从标准高斯分布N (0, 1)，并结合公式3.27所示的卡方分布，
我们可以根据学生氏分布的定义公式3.29来计算关于参数 ŵj 的 t值（t-value）：

tj =
zj√

(N−M)σ̂2
ε

σ2
ε

/(N −M)
=

ŵj

σε
√
λj

· σε
σ̂ε

=
ŵj

σ̂ε
√
λj

(3.30)

因此，统计量 tj 服从自由度为 N −M 的学生氏分布。在假设检验中，t值与 z 值的主要区别
在于，t值使用样本方差来估计真实方差，并且使用学生氏分布而非高斯分布来进行假设检验。
根据第二章的分析，学生氏分布可以看作具有相同均值但不同精度的无穷多个高斯分布的叠加。
通常认为，当自由度足够大时，学生氏分布逐渐接近标准高斯分布。

虽然参数 ŵj 的 t值绝对值可以作为衡量对应特征重要性的一项参考指标，但仅依据该绝对
值的大小进行特征筛选却并不可靠。这是因为，从M 个候选特征中选择 K 个最优特征是一个
组合优化问题。例如，假设特征子集 {φ1,φ2,φ3}和 {φ4,φ5}都可以构成模型的最优特征组合。
然而，当将所有特征一并纳入线性模型中进行拟合时，可能会发现特征 φ3 和 φ5 的 t值绝对值
最小。按照 t值筛选的逻辑，这两个特征可能会被删除，但所保留的特征集合却无法还原任何
一个最优特征子集，从而导致整体模型性能的下降。

一种较为可靠的做法是将样本集合划分为训练集和验证集，先在训练集上拟合模型参数，然
后在验证集上评估和选择模型。由于选择最优特征子集本质上是一个组合优化问题，其搜索空
间规模为 2M（每一特征都有保留或剔除两种可能）。因此当候选特征数量M 较大时，采用穷举
搜索的方法在计算上是不可行的。为降低计算代价，通常采用贪婪搜索策略（Greedy Algorithm），
如前向逐步选择（Forward Stepwise Selection）和后向逐步选择（Backward Stepwise Selection）等
方法，作为对穷举搜索的近似替代。

前向逐步选择方法从仅包含偏置项的初始模型开始。在每一轮迭代中，方法将当前模型与
尚未入选的各个特征逐一组合，构造出多个仅新增一个特征的候选模型。然后，依据这些候选
模型在验证集上的预测性能，选择其中最优的一个特征加入模型。该过程不断重复，每次仅引
入一个新特征，直到引入更多特征不再提升验证集上的预测性能为止。后向逐步选择方法则从
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包含全部特征的完整模型开始。在每一步中，移除当前模型中一个对预测性能贡献最小的特征，
直到进一步剔除特征将导致在验证集上性能下降为止。无论采用前向还是后向选择方法，在每
一步从多个候选模型中做出选择，以及确定最终特征子集的大小K，都需要在预测误差的偏差
与方差之间权衡。此外，对于模型复杂度（即特征数量）的选择，通常还包含一定程度的主观判
断。实践中，常采用奥卡姆剃刀原理，即在预测性能相近的情况下，优先选择参数更少的模型。

3.3 正则化方法

在上述特征选择方法中，每个特征只能被“保留”或“剔除”。这种“有或无”的离散取舍
方式，容易导致模型在不同样本数据集上表现出较大的预测方差。其原因在于，这种非连续的
选择机制可能会对样本数据的微小变动较为敏感。在特征选择的过程中，某一特征可能因为样
本数据的轻微变化从被选中变为被剔除（或反之），从而导致模型结构发生较大改变。这种不稳
定性会使得模型在不同数据上的预测结果差异较大，即出现所谓的“高方差”现象。为了缓解
这一问题，我们希望采用一种更为平滑的特征选择策略，使得特征的重要性可以在“保留”与
“剔除”之间以连续的方式进行调节，从而提升模型结构的稳定性和预测性能。

此外，无论我们采用何种特征选择方法，当某些特征（即基函数在各训练样本上的取值）之
间存在线性相关或近似线性相关时，通常都会导致模型中对应参数的绝对值异常增大。在线性
回归模型中，参数 w的最小二乘解可表示为：(Φ→Φ)−1Φ→Y，其中 Φ的第 j 列表示第 j 个基
函数在所有训练样本上的取值。为便于直观说明和理解，这里我们假设Φ是可逆的，此时最小
二乘解可以简化为：w = Φ−1Y。从几何的角度来看，矩阵的特征值（Eigenvalues）描述了其在
对应特征向量方向上的缩放程度。若矩阵Φ中两个列向量近似线性相关，则矩阵在某些方向上
存在信息冗余，使得其在这些方向上的作用变得非常微弱，表现为对应的特征值 λ非常小（甚
至接近于零）。由于矩阵与其逆矩阵相乘应为单位矩阵 I，当某个方向上 Φ的特征值 λ非常小
时，其逆矩阵Φ−1在该方向上的特征值将是 1

λ，数值非常大。这种情况会放大对Y中微小扰动
的响应，导致最终求得的参数w出现剧烈波动。换言之，线性相关或近似线性相关的特征会严
重影响模型求解过程的数值稳定性，进而引发“病态解”的问题。下面我们通过一个简明的例
子对这一现象进行具体说明。

考虑如下 2× 2的矩阵：

Φ =

[
1 1

1 1.0001

]

可以看出，以上矩阵的两个列向量近似线性相关。如果该矩阵右下角的元素从 1.0001变为 1，则
第二列将与第一列完全相同，此时矩阵不再满秩，列向量之间变得完全线性相关。对该矩阵进
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行特征值分解，我们可以得到：

Φ =

[
0.7070891 −0.7071245
0.7071245 0.7070891

]

︸ ︷︷ ︸
特征向量矩阵

[
2.00005 0

0 4.999875× 10−5

]

︸ ︷︷ ︸
特征值对角矩阵

[
0.7070891 −0.7071245
0.7071245 0.7070891

]−1

︸ ︷︷ ︸
特征向量矩阵的逆

以上等式右侧中间矩阵对角线上的元素就是矩阵 Φ的特征值：

λ1 ≈ 2.00005,λ2 ≈ 4.999875× 10−5

虽然矩阵Φ是可逆的（即不存在为零的特征值），但由于其中一个特征值 λ2非常小，导致其逆
矩阵在对应方向上的特征值会非常大（因为逆矩阵特征值是原矩阵特征值的倒数）。通过计算，
可以得到如下 Φ的逆矩阵：

Φ−1 =

[
10001 −10000
−10000 10000

]

对矩阵 Φ−1进行特征值分解，可得：

Φ−1 =

[
0.7070891 0.7071245

−0.7071245 0.7070891

][
20000.5 = 1

λ2
0

0 0.4999875 = 1
λ1

][
0.7070891 0.7071245

−0.7071245 0.7070891

]−1

其中矩阵Φ−1的两个特征值正好是原矩阵Φ特征值的倒数。设我们要求解方程组Φw = Y，并
且Y = (2, 2.0001)→，那么其解为：

w = Φ−1Y =

[
10001 −10000
−10000 10000

][
2

2.0001

]
=

[
1

1

]

若我们对Y施加微小扰动，将其第一个分量从 2改为 2.0001，即Y = (2.0001, 2.0001)→。重新
计算相应的解，可以得到：

w = Φ−1Y =

[
10001 −10000
−10000 10000

][
2.0001

2.0001

]
=

[
2.0001

0

]

通过比较目标向量Y扰动前后参数向量 w的取值，我们可以发现，尽管仅在目标向量Y的一
个分量上施加了微小的扰动（幅度为 0.0001），参数向量的变化却极为显著。虽然第一个参数仅
增长了约两倍，而而第二个参数则由 1变为 0。这种对微小扰动极为敏感的现象，源于矩阵 Φ

中存在近似线性相关的列向量，导致其特征值中有非常小的值。在矩阵求逆时，这些小特征值
会被倒数放大，从而使得逆矩阵的相应方向的特征值变得非常大，进而放大了目标向量Y的微
小扰动，最终导致线性方程组的解对输入数据的微小变化高度敏感。
为了缓解因以离散方式选取特征可能带来的预测结果方差较大，以及由于特征之间存在近

似线性相关性而导致的参数估计过程中的数值不稳定性，正则化被认为是一种有效的应对方法。
此外，正如第一章中使用线性模型拟合 sin函数的例子所示，模型特征过多时容易出现过拟合
现象，正则化也被认为是防止过拟合的主要策略之一。
本节我们主要讨论对参数w加范数（Norm）约束的正则化方法。在线性回归模型中对参数

施加 φ2 范数（即欧几里得范数）约束的方法被称为岭回归（Ridge Regression）。岭回归的优化
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问题可以表示为：

ŵridge = argmin
w

1

2

N∑

i=1

⎛

⎝yi − w0 −
M−1∑

j=1

φj(xi)wj

⎞

⎠
2

s.t.
M−1∑

j=1

w2
j ≤ t (3.31)

其中“s.t.”是“受限于”的意思（英文 Subject to的缩写），表示后续条件为优化问题的约束。在
上述公式中，约束条件要求除偏置 w0之外的其余参数的 φ2范数必须小于等于给定阈值 t。我们
还可以将岭回归问题写成如下等价的拉格朗日形式：

ŵridge = argmin
w

⎛

⎝1

2

N∑

i=1

⎛

⎝yi − w0 −
M−1∑

j=1

φj(xi)wj

⎞

⎠
2

+
λ

2

M−1∑

j=1

w2
j

⎞

⎠ (3.32)

公式3.32中正则化系数 λ的作用与约束形式公式3.31中的阈值 t是等价的，两者可以一一对应地
相互转换。正如第3.1节所述，正则化项仅作用于除偏置 w0之外的模型参数。这是因为偏置 w0

表示拟合目标均值 y与基函数的加权平均之间的差异（详见公式3.10）。具体而言，当所有拟合
目标值 yi被整体平移（即加上同一个常数 c）时，偏置 w0也会相应地增加 c。为了不限制偏置
项对拟合目标均值变化的适应能力，正则化约束不应施加于偏置 w0。

为了便于分析岭回归的实际作用，并加深对其机制的理解，我们对特征值（或基函数的值）
进行中心化处理，即通过平移使每一特征的均值为零。具体地，我们首先按照公式3.12计算每个
特征的平均值 φj，然后将每个样本的特征值 φj(xi)替换为中心化后的值 φj(xi) − φj（即减均
值）。每一个特征在中心化后的均值都为零，因此根据公式3.10，偏置 w0 的值可以先被确定为
拟合目标均值 y。为了简化后续推导，我们将偏置项 w0 从参数向量 w 移除，仅保留与基函数
相关的参数。同时，我们用 Φ̇表示中心化后的矩阵Φ。需要注意的是，除了进行中心化处理外，
矩阵 Φ̇相较于原始矩阵 Φ还去除了首列全为 1的向量（该列对应偏置项 w0）。

将岭回归问题的拉格朗日形式（公式3.32）表示为矩阵形式：
1

2

(
Ẏ − Φ̇w

)→ (
Ẏ − Φ̇w

)
+
λ

2
w→w (3.33)

其中 Ẏ 表示对原拟合目标向量 Y 进行中心化处理之后的结果，即每个元素均减去了拟合目标
均值 y。将上式3.33对参数 w求导，并令导数为零，可得岭回归的闭式解：

ŵridge =
(
Φ̇

→
Φ̇+ λI

)−1
Φ̇

→
Ẏ (3.34)

该闭式解的推导过程如下：

−Φ̇→ (
Ẏ − Φ̇w

)
+ λw = 0 ⇒

Φ̇
→
Φ̇w + λw = Φ̇

→
Ẏ ⇒

(
Φ̇

→
Φ̇+ λI

)
w = Φ̇

→
Ẏ ⇒

w =
(
Φ̇

→
Φ̇+ λI

)−1
Φ̇

→
Ẏ
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从岭回归的闭式解公式3.34可以看出，引入了 φ2 正则项之后，求解得到的参数向量 ŵridge 仍然
是拟合目标 Ẏ的线性组合。然而，在计算矩阵 Φ̇

→
Φ̇的逆之前，先在其每个对角线元素上都加上

一个正数 λ。这一操作确保了即使原矩阵 Φ̇
→
Φ̇因不满秩而不可逆，修正后的矩阵 (Φ̇

→
Φ̇+ λI)

也必定是正定且可逆的。这是因为，对于任意非零向量 v及 λ > 0，我们有：

v→
(
Φ̇

→
Φ̇+ λI

)
v = ∥Φ̇v∥2 + λ∥v∥2 > 0 (3.35)

此外，即使 Φ̇中存在近似线性相关的列向量，φ2正则项亦能在一定程度上破坏这种线性相关性
（更准确地说，正则项可以降低求解过程中所用矩阵的条件数），从而有效缓解模型参数求解过
程中的数值不稳定性。
根据第一章第1.5节中的讨论，岭回归还可从贝叶斯分析的视角加以理解。具体而言，我们

假设拟合目标 yi 服从高斯分布 N (f(xi,w),β−1)，并且参数 w 服从高斯先验分布 N (0,α−1I)。
在这些假设下，通过最大化后验概率估计，可以推导出岭回归问题的拉格朗日形式（公式3.32）。
其中正则化系数 λ等于 α/β（见公式1.21），而岭回归的参数估计值对应于后验分布的均值。

对中心化后的矩阵 Φ̇进行奇异值分解（Singular Value Decomposition）有助于我们更深入地
理解岭回归的本质。奇异值分解在许多统计方法的分析中都具有重要作用，是一种非常有用的
工具。对于形为 N × (M − 1)的矩阵 Φ̇，其奇异值分解形式如下：

Φ̇ = UΣV→ (3.36)

=

⎡

⎢⎢⎣u1 · · · uM−1

⎤

⎥⎥⎦

⎡

⎢⎢⎣

σ1
. . .

σM−1

⎤

⎥⎥⎦

⎡

⎢⎢⎣

v→
1
...

v→
M−1

⎤

⎥⎥⎦

= σ1u1v
→
1 + · · ·+ σM−1uM−1v

→
M−1

其中U和V分别是维度为N ×M − 1和M − 1×M − 1的正交矩阵（即列向量两两正交），Σ

是一个对角矩阵，并且除对角线外的元素均为零。矩阵Σ的对角线元素为非负的奇异值，并且
按照从大到小的顺序排列 σ1 ≥ σ2 ≥ · · · ≥ σM−1。若一个或多个对角元素 σj 等于零，则矩阵 Φ̇

是奇异的（即不可逆）。奇异值分解常被用于数据压缩与降维。在对矩阵 Φ̇所表示的数据进行
压缩或降维时，通常会舍弃若干个最小的奇异值及其对应的 U和 V 中的列向量，即仅保留如
下公式中加紫色背景的主要成分：

Φ̇ = UΣV→

=

⎡

⎢⎢⎣ u1 · · · uK · · · uM−1

⎤

⎥⎥⎦

⎡

⎢⎢⎢⎢⎢⎢⎢⎢⎣

σ1
. . .

σK
. . .

σM−1

⎤

⎥⎥⎥⎥⎥⎥⎥⎥⎦

⎡

⎢⎢⎢⎢⎢⎢⎢⎢⎣

v→
1
...

v→
K
...

v→
M−1

⎤

⎥⎥⎥⎥⎥⎥⎥⎥⎦

= σ1u1v→
1 + · · ·+ σKuKv→

K + · · ·+ σM−1uM−1v
→
M−1
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其中 {u1, . . . ,uK}表示被保留下来的 K 个主要的左奇异向量，{v1, . . . , vK}表示对应的 K 个
右奇异向量，而 {σ1, . . . ,σK}则为对应的奇异值。这些奇异值的大小反映了各奇异向量在表示
原始数据时的重要性，也可以理解为在降维后重构原始数据时，各奇异向量所占的相对权重。
基于上述奇异值分解（公式3.36），最小二乘法的拟合结果可以表示为：

Φ̇ŵ = Φ̇
(
Φ̇

→
Φ̇
)−1

Φ̇
→
Ẏ

= UΣV→
((

UΣV→
)→

UΣV→
)−1 (

UΣV→
)→

Ẏ

= UU→Ẏ（U和V为列向量两两正交的正交矩阵） (3.37)

以上推导过程中需要注意的是：由于矩阵V是方阵，则有V−1 = V→，因此V→V = VV→ = I。
然而，U并不是一个方阵，尽管它的列向量是正交的，因此有U→U = I，但是UU→ ̸= I。
我们知道，如果线性空间 S 中的整个向量组 {e1, . . . , eM}线性无关，并且线性空间 S 中的

任一向量都可以表示为这组向量的线性组合，则称该向量组 {e1, . . . , eM} 为 S 的一组基 [73]。
若 r是 S 中任一向量，则有：

r = z1e1 + · · ·+ zMeM (3.38)

其中系数 (z1, · · · , zM )是向量 r在基 {e1, . . . , eM}下的坐标。如果向量组 {e1, . . . , eM}还满足
彼此正交且每个向量的 φ2范数为 1:

e→i ej =

⎧
⎨

⎩
1 若 i = j

0 若 i ̸= j
(3.39)

则称该向量组为 S 的一个标准正交基（Orthonormal Basis）。
从公式3.37可以看出，等式左侧的 Φ̇ŵ是矩阵 Φ̇列向量的线性组合，因此必然落在由这些

列向量所张成的列空间中。而等式右侧UU→Ẏ中的U→Ẏ可以看作是 Ẏ在由U的列向量所组
成的标准正交基下的坐标。结合公式3.17，我们知道最小二乘解本质上是将 Ẏ投影到由 Φ̇的列
向量所张成的线性子空间，而矩阵U的列向量正好构成了该列空间的一组标准正交基。

现在让我们来看岭回归的拟合结果，它可以表示为：

Φ̇ŵridge = Φ̇
(
Φ̇

→
Φ̇+ λI

)−1
Φ̇

→
Ẏ

= UΣV→
((

UΣV→
)→

UΣV→ + λI

)−1 (
UΣV→

)→
Ẏ

= UΣ(Σ2 + λI)−1ΣU→Ẏ（U和V为列向量两两正交的正交矩阵）

=
M−1∑

j=1

uj
σ2j

σ2j + λ
u→
j Ẏ（对角矩阵求逆只需将对角线上的元素取倒数） (3.40)

通过对比公式3.37和公式3.40可知，岭回归本质上仍然是在求解拟合目标 Ẏ在标准正交基U下
的坐标。然而，与普通最小二乘法不同的是，该坐标在岭回归中会被一个缩放因子 σ2j /(σ

2
j + λ)

所缩放。因为正则化系数 λ一定为正，所以该缩放因子始终小于 1。当奇异值的平方 σ2j 较大时，
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此缩放因子更趋近于 1，这意味着在对应方向 uj 上相对压缩较小，保留了该方面的大部分原始
信息，而当 σ2j 较小时，此缩放因子更趋近于 0，表示该方向上的分量被显著抑制。
接下来，我们探讨为什么依据 σ2j 的大小对不同方向施加不同程度的缩放是合理且有效的。

在此之前，我们需要先明确 σ2j 所代表的含义。我们可以将 Φ̇的每一列看作一个随机变量在 N

个样本上的观测值。由于该矩阵 Φ̇已经经过中心化处理，即每一特征的均值为零，那么这M−1

个随机变量的协方差矩阵 S可以表示为：

S =
1

N
Φ̇

→
Φ̇ =

1

N

(
UΣV→

)→
UΣV→ =

1

N
VΣ2V→ (3.41)

由上式可知，矩阵 Φ̇
→
Φ̇的特征值分解形式为 VΣ2V→，其中 V→ = V−1。我们知道，对于一

个单位向量，任意向量在其方向上的投影可以通过与该单位向量的点积计算得到。因此，我们
从 V提取出对应最大特征值的特征向量 v1，并计算 z1 = Φ̇v1，则向量 z1 中的每一个分量表
示某个样本的特征表示（即中心化后的基函数取值向量）在方向 v1上的投影，也就是该样本在
向量 v1方向上的特征表达（即提取这个方向上的特征）。我们可以计算 z1的方差如下（此处将
向量 z1中的每个分量视为一个样本观测结果）：

Var[z1] = Var[Φ̇v1]

= Var[u1σ1] （Φ̇ = UΣV→两边右乘V可得 Φ̇V = UΣ）

= σ21Var[u1] （矩阵 Φ̇已经中心化处理，因此 E[z1] = 0，

=
σ21
N

Var[u1] =
1

N
u→
1 u1，并且 u1为单位向量） (3.42)

按上述方法计算得到 z1被称为矩阵 Φ̇的第一主成分，而 u1是归一化后（Normalized）的第一主
成分。结合前文的分析可以看出，岭回归在求解拟合目标 Ẏ在标准正交基U下的坐标时，由于
第一主成分方向对应的样本方差 σ21/N 最大，因此在该方向上的坐标被缩减得最小（公式3.40）。
此后依次得到的主成分 zj，在保持与之前所有主成分正交的约束下，具有在剩余方向中最大的
样本方差 σ2j /N，其对应方向上的坐标也会根据方差的大小被相应地缩减。总之，岭回归对样本
方差较大的方向（即奇异值较大的方向）施加较小的缩减；而对于样本方差较小的方向（奇异
值较小的方向），则施加更强的压缩。这一策略的合理性在于，在方差较大的方向上，不同样本
在相应特征上的差异更加明显，因而沿这些方向观察样本的特征及其变化，有助于提取对模型
拟合更有价值的结构信息。而方差较小的方向往往反映的是由噪声主导的微小变化（如图3.3的
例子所示），若不加限制地利用，模型容易对噪声产生过度响应，进而导致过拟合。
类似岭回归所采用的 φ2正则化的思想核心在于实现偏差与方差之间的权衡。通过对参数的

取值施加约束，允许模型在偏差上略有增加，从而换取对预测方差更大幅度的下降（参数w的
估计偏差与方差最终会传递到模型预测结果的偏差与方差），最终使整体期望预测误差减小。从
公式3.22已知，参数估计的协方差为 (Φ̇

→
Φ̇)−1σ2ε。岭回归通过在 Φ̇

→
Φ̇的对角线元素加上正则

化系数 λ，直接增加了小特征值的数值，不仅缓解了求逆过程中的数值不稳定性，也抑制了由
噪声引起的低方差主成分方向上的特征表达，从而提升了模型的泛化能力。此外，岭回归并未
对特征进行离散的取舍，而是通过在不同主成分方向上施加不同程度的缩减，实现了本节开始
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Φ̇!

Φ̇"

最
大
主
成
分

最
小
主
成
分

图 3.3: 二维数据的主成分方向示意图。最大主成分对应数据方差最大的方向，最小主成分则对
应方差最小的方向。岭回归会先将拟合目标投影到这些主成分方向上，并对低方差方向的坐标
施加比高方差方向更强的缩减。

时所期望的对特征利用更为平滑的连续调节方式。
在线性回归模型中对参数引入 φ1范数（即曼哈顿范数）约束的方法被称为套索回归或拉索

回归（Lasso Regression）。套索回归的优化问题可以表示为：

ŵlasso = argmin
w

1

2

N∑

i=1

⎛

⎝yi − w0 −
M−1∑

j=1

φj(xi)wj

⎞

⎠
2

s.t.
M−1∑

j=1

|wj | ≤ t (3.43)

在上述公式中，约束条件要求除偏置项 w0 外，其余参数的 φ1 范数不超过给定阈值 t。相同地，
套索回归问题也可以表示为如下等价的拉格朗日形式：

ŵlasso = argmin
w

⎛

⎝1

2

N∑

i=1

⎛

⎝yi − w0 −
M−1∑

j=1

φj(xi)wj

⎞

⎠
2

+
λ

2

M−1∑

j=1

|wj |

⎞

⎠ (3.44)

从贝叶斯分析的角度来看，套索回归与岭回归均假设拟合目标服从高斯分布 N (f(x,w),β−1)。
两者的主要区别在于对参数 w 所采用的先验分布：岭回归假设参数 w 服从高斯先验分布，而
套索回归则将该先验分布替换为拉普拉斯分布（Laplace Distribution）。拉普拉斯分布的概率密
度函数为：

Laplace(x|µ, τ) = 1

2τ
exp

(
− |x− µ|

τ

)
(3.45)

其中 µ称为位置参数（Location Parameter），用于确定分布的中心位置；而 τ > 0称为尺度参数
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(b)

图 3.4: 岭回归与套索回归参数估计的示意图。蓝色等高线表示无正则化的误差函数，绿色区域
表示正则所对应的约束范围。(a)引入 φ2 正则（w2

1 + w2
2 ≤ t2）的岭回归（Ridge）。(b)引入 φ1

正则（|w1|+ |w2| ≤ t）的套索回归（Lasso）。参数向量的最优解记为 ŵ（蓝色等高线与绿色区
域相交的点）。套索回归的正则化促使其解具有稀疏性，此处表现为 ŵ1 = 0。

（Scale Parameter），用于控制分布的宽度。套索回归中，我们假设模型的每个参数 wj 服从拉普
拉斯先验分布 Laplace(wj |0, τ)。在这种假设下，所有参数的联合先验分布可以表示为：

(
1

2τ

)M−1 M−1∏

j=1

exp

(
− |wj |

τ

)
(3.46)

根据贝叶斯公式，参数w的后验分布正比于其先验分布和似然函数（即拟合目标所服从的高斯
分布）的乘积。对该乘积取对数，并略去与参数 w无关的常数项后，对于参数 w的先验部分，
我们可以得到如下表达式：

−1

τ

M−1∑

j=1

|wj | (3.47)

由于最大化后验分布等价于最小化其负对数形式，因此以上表达式中的负号可以转化为正号。
我们令 λ = 2

τβ，即可得到公式3.44所示的优化目标。
接下来我们讨论如何求解带有 φ1 范数正则项的线性回归问题。与引入 φ2 范数的正则不同，

公式3.44在 wj = 0处不可导，因此无法直接求得闭式解。一种常见的解决方法是将公式3.44所
表示的最优化问题转化为一个二次规划问题。具体而言，我们可以为每个参数 wj 引入两个非负
的辅助变量 w+

j 和 w−
j 来表示 wj：

wj = w+
j − w−

j 且 w+
j ≥ 0, w−

j ≥ 0 (3.48)
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通过上述变量替换，公式3.44可以改写为如下形式：

ŵlasso = argmin
w

⎛

⎝1

2

N∑

i=1

⎛

⎝yi − w0 −
M−1∑

j=1

φj(xi)(w
+
j − w−

j )

⎞

⎠
2

+
λ

2

M−1∑

j=1

(w+
j + w−

j )

⎞

⎠

s.t. w+
j ≥ 0, w−

j ≥ 0 (3.49)

值得注意的是，由于我们希望最小化目标函数，其中的项
∑M−1

j=1 (w+
j +w−

j )会促使每个参数 wj

仅可能取正值（w−
j = 0）、负值（w+

j = 0）或零（w+
j −w−

j = 0）这三种情况之一。公式3.49可以
非常容易地转换为标准形式的二次规划问题，然后可以通过多种经典优化算法进行求解，例如
内点法（Interior-point）、有效集法（Active Set）、椭球法（Ellipsoid）、增广拉格朗日法（Augmented
Lagrangian）、梯度投影法（Gradient Projection）等 [13]。图3.4展示了在二维情况下，岭回归与套
索回归参数估计的示意图。套索回归由于引入了 φ1 正则项，具备产生稀疏解（Sparse Solution）
的能力，即部分参数的值可能为零，从而实现对特征的自动选择。
另一种常用且高效的求解套索回归最优化问题的方法是坐标下降法（Coordinate Descent），

这是一种迭代优化算法。其核心思想是：在每次迭代中，将所有其他参数保持固定，仅沿某一
个坐标方向（即对某一个参数）进行优化更新。具体而言，在每一步迭代中，固定除参数 wk外
的所有参数的估计值，此时对于第 i个样本，其残差可以表示为：

r(k)i = yi − w0 −
∑

j #=k

φj(xi)wj (3.50)

其中 r(k)i 表示在当前迭代中，第 i个样本相对于参数 wk 的部分残差。在仅优化单个参数 wk 的
情况下，其对应的优化问题可以表示为：

ŵlasso
k = argmin

wk

(
1

2

N∑

i=1

(
r(k)i − φk(xi)wk

)2
+
λ

2
|wk|

)
(3.51)

由于仅对单个参数 wk进行优化，我们可以根据 wk可能的不同取值情形，分别进行分析和求解。
具体来说，我们需要考虑三种情况：wk > 0、wk < 0和 wk = 0。
首先，假设 wk > 0的情况下，我们对公式3.51关于 wk 求偏导，并令导数为零，可得：

ŵk =

∑N
i=1 r

(k)
i φk(xi)− λ

2∑N
i=1 φ

2
k(xi)

=

∑N
i=1 r

(k)
i φk(xi)∑N

i=1 φ
2
k(xi)︸ ︷︷ ︸

记为 ŵols
k

−
λ
2∑N

i=1 φ
2
k(xi)︸ ︷︷ ︸

记为 ρ

(3.52)

由于我们假设 wk > 0，因此若上式结果大于零（即 ŵols
k > ρ），则可根据该公式更新 wk 的取值；

若结果不大于零，则应令 wk = 0。
其次，假设 wk < 0的情况下，我们将公式3.51对 wk 求偏导并令其为零，我们可以得到：

ŵk =

∑N
i=1 r

(k)
i φk(xi) +

λ
2∑N

i=1 φ
2
k(xi)

=

∑N
i=1 r

(k)
i φk(xi)∑N

i=1 φ
2
k(xi)︸ ︷︷ ︸

记为 ŵols
k

+
λ
2∑N

i=1 φ
2
k(xi)︸ ︷︷ ︸

记为 ρ

(3.53)

同理，考虑到我们当前的假设为 wk < 0，因此若上式结果小于零（即 ŵols
k < −ρ），则可据此公
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算法 3.1:基于坐标下降的套索回归求解算法
输入: 训练样本集、正则化系数 λ、最大迭代次数 T 和最小变化阈值 ε。

1 初始化：所有参数 {ŵ0, ŵ1, . . . , ŵM−1}都设为零，并设迭代次数 t = 1；
2 对拟合目标和特征值（或基函数的值）进行中心化处理；
3 根据公式3.10计算参数 ŵ0；
4 while t ≤ T do
5 for k ← 1 to M − 1 do
6 根据公式3.50计算所有样本在当前迭代中相对于参数 wk 的部分残差；
7 根据公式3.52和公式3.53计算无正则化的最小二乘解 ŵols

k 和阈值 ρ；
8 使用公式3.54更新参数 ŵk；
9 收敛条件：当所有参数 ŵk 的更新幅度均小于最小变化阈值 ε时，算法终止；

10 t← t+ 1；

输出: 在给定正则化系数 λ时，套索回归参数的估计 ŵlasso。

式更新 wk 的取值；若结果大于零，则应令 wk = 0。
最后，假设 wk = 0的情况下，则参数 wk的取值自然应为零。从公式3.52和公式3.53可以看

出，它们最后两项 ŵols
k 和 ρ是完全相同的，只是其间的正负号不同。这里，ŵols

k 表示在不引入
正则化项时，使用普通最小二乘法（Ordinary Least Squares）得到的参数估计值。结合参数 wk

取值的三种情形，我们可以得到如下的更新公式：

ŵk =

⎧
⎪⎪⎪⎨

⎪⎪⎪⎩

ŵols
k − ρ 若 ŵols

k > ρ

0 若 |ŵols
k | ≤ ρ

ŵols
k + ρ 若 ŵols

k < −ρ

(3.54)

以上公式采用了软阈值（Soft Thresholding）方法，其中 ρ表示阈值。软阈值方法不仅将绝对值
低于阈值的参数设置为零，还会对超过阈值的参数进行收缩（即减去或加上阈值 ρ）。基于上述
推导，算法3.1给出了使用坐标下降法求解套索回归问题的完整过程。

岭回归与套索回归可以推广至更一般的形式，其对应的优化问题如下所示：

ŵ = argmin
w

⎛

⎝1

2

N∑

i=1

⎛

⎝yi − w0 −
M−1∑

j=1

φj(xi)wj

⎞

⎠
2

+
λ

2

M−1∑

j=1

|wj |q
⎞

⎠ (3.55)

在公式3.55中，当 q = 1时，即为套索回归；而当 q = 2时，则为岭回归。图3.5展示了超参数 q

取不同典型值时，正则化项所施加约束的轮廓与形状。
我们还可以将不同取值 q的正则项进行组合，从而构建出新的正则化形式。例如，文献 [80]

中提出的弹性网（Elastic-net）正则化的形式如下：

λ
M−1∑

j=1

(
αw2

j + (1− α)|wj |
)

(3.56)

弹性网正则是岭回归和套索回归之间的一种折中方法。它既像套索回归那样进行自动特征选择，
又能像岭回归那样，按样本方差大小对参数进行压缩。当公式3.56中的超参 α取 0.2时，其对应

87



郑骁庆著 3.4 线性分类

! = 0.5 ! = 1 ! = 1.2 ! = 2 ! = 4

图 3.5: 引入正则的线性回归问题中，超参 q（见公式3.55）取不同值时对应的约束轮廓示意图。

的约束轮廓与图3.5中超参 q = 1.2时的轮廓形状非常相似。因而，取 q ∈ (1, 2)的正则项也可以
被视为岭回归与套索回归之间的另一种折中形式。不过需要注意的是，|wj |q 在 q > 1时在零点
处是可微的，因此理论上不具备套索回归（即 q = 1）那种将某些系数精确地压缩为零的能力。

3.4 线性分类

分类是将 D 维输入 x = (x1, . . . , xD)→ 划分到 K 个离散的类别之一。通常情况下，每个
输入 x 只能被分到唯一的一个类别。因此，输入空间被划分为 K 个互不重叠的区域，每个区
域对应一个类别 Ck，其中 k ∈ {1, 2, . . . ,K}。这些区域之间的分界被称为决策边界（Decision
Boundary）。对于线性分类模型，决策边界由输入向量 x的线性函数所定义。这意味着，决策边
界是D维输入空间中D−1维的仿射集合（Affine Set）或超平面（Hyperplane）1。图3.6展示了输
入向量为二维和三维时的线性分类示意图。在二维空间中，线性决策边界是一条直线；而在三
维空间中，线性决策边界则是一个平面。在图3.6的两个例子中，所有数据点被相应的线性决策
边界完美地划分成蓝色和红色两类，没有出现误分类的情况。这种情形称为线性可分（Linearly
Separable）。然而，在实际应用中，数据往往不是完全线性可分的。因此，线性分类的目标通常
是寻找一个使分类错误率尽可能低的最优决策边界。

在构建线性分类模型时，通常可以采用三种不同的方法。第一种是线性判别模型。该方法
为每个类别 Ck 构建一个形如 fk(x) = wk0 + x→wk 的判别函数（Discriminant Function），其中
wk0 和 wk 分别是类别 Ck 所对应的偏置项和权重参数，而判别函数 fk(x)的值可以看作是输入
x属于类别 Ck 的得分。对于任意两个类别 Ci 和 Cj，它们之间的决策边界由满足 fi(x) = fj(x)

的点集构成，即线性方程 (wi0 − wj0) + x→(wi − wj) = 0的解集合。第二种是概率判别模型。
该方法直接对条件概率 p(Ck|x)进行建模，然后利用训练样本估计出该条件概率的参数。条件
概率的形式通常是将输入 x的线性函数再通过某种映射转换为 [0, 1]区间内的概率值。第三种
方法是概率生成模型。此方法建模样本 x和类别 Ck 的联合分布 p(x, Ck)，该联合分布可以分解
为 p(x|Ck)p(Ck)，其中 p(x|Ck)为给定类别 Ck 的情况下生成 x的概率，而 p(Ck)为类别 Ck 的先
验概率。当利用训练样本估计出联合分布的参数后，就可以使用以下贝叶斯公式来计算 x属于

1严格来说，经过原点的超平面是线性子空间，而不经过原点的超平面则是仿射集合。在机器学习中，通常将这两种
情况统称为超平面，本文也沿用这一习惯。
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图 3.6: 线性分类示意图。蓝色与红色的点分别表示属于两个不同类别的数据。(a)输入空间为二
维时，决策边界是一条直线。(b)输入空间为三维时，决策边界是一个平面。

类别 Ck 的后验概率：

p(Ck|x) =
p(x|Ck)p(Ck)

p(x)
=

p(x|Ck)p(Ck)∑K
k=1 p(x|Ck)p(Ck)

(3.57)

线性函数 f(x) = w0 + x→w 会将输入 x映射到实数域。对于回归问题，这正是我们所期
望的，因为输出目标通常取连续的实数。然而，在分类任务中，我们希望将输入 x映射到离散
的类别。特别是在采用概率判别或生成模型的情况下，我们需要将线性函数的值进一步映射到
[0, 1]的区间内，以确保其可以解释为有效的概率值。为此，我们需要在线性函数 f(x)的基础
上引入一个非线性变换函数 σ(·)，从而得到如下形式的输出：

y(x) = σ(w0 + x→w) (3.58)

该函数被称为激活函数（Activation Function）。在广义线性模型中，它也称为逆连接函数（Inverse
Link Function），而其反函数则称为连接函数（Link Function）。这类非线性函数 σ(·)通常要求是
某种单调变换，即能够保持原有输入之间的顺序关系。这种单调性保证了线性函数的输出值与
类别得分或概率之间具有一致的对应关系，从而保留了原线性函数对于类别倾向的建模与解释
能力。我们将在第3.6节中进一步讨论这类非线性函数的具体形式与特性。上述形式也是广义线
性模型（Generalized Linear Model）的核心结构。广义线性模型是传统线性回归模型的推广，它
允许输出变量服从指数族中的不同概率分布，并通过连接函数，将输出变量的条件期望与输入
特征的线性组合联系起来。因此，广义线性模型不仅包括传统的线性回归，也包括逻辑回归和
泊松回归等模型。需要注意的是，引入非线性变换后，模型的最终输出不再是模型参数的线性
函数，这使其在分析和计算上可能比普通线性回归模型更为复杂。不过，由于模型仍然以输入
特征的线性组合为基础，相较于后续章节将要介绍的更为通用的非线性模型，广义线性模型依
然具有结构简洁、易于分析的优点。
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3.5 线性判别模型

我们首先来讨论线性判别模型（Linear Discriminant Model），即其决策边界由判别函数直接
确定的情形。为便于理解，我们先从最基本的二分类问题（K = 2）入手，然后再推广到类别数
K > 2的多分类问题。在线性判别模型中，判别函数的最简单形式是输入向量的线性组合：

f(x) = w0 + x→w (3.59)

其中 w 为权重向量，而 w0 为偏置项。由于偏置项 w0 在分类问题中有特殊意义，我们将其单
独表示，并用w表示除 w0之外的其他权重参数。在需要表示所有权重参数（包括偏置项）时，
则使用 w̃。对于二分类问题，我们只需要定义一个线性判别函数 f(x)。因为我们可以设定如下
判别规则：当 f(x) ≥ 0时，判定输入 x属于类别 C1；而 f(x) < 0时，则判定 x属于类别 C2。
由此可见，若有 x→w ≥ −w0 时，则 f(x) ≥ 0。因此，偏置项的负值 −w0 又称为分类的阈值
（Threshold）。特别地，当输入 x恰好位于决策边界（即两个类别的分界线）上时，则有 f(x) = 0。

假设两个不同的数据点 xa和 xb均位于决策边界上，则它们对应判别函数的值均为零，即
f(xa) = f(xb) = 0。将它们代入线性判别函数，可得 (xa − xb)→w = 0。这表明，向量 xa − xb

与权重向量 w正交。由于 xa 和 xb 可取决策边界上任意不同的两个点，权重向量 w必然垂直
于决策边界上的所有向量，即w为该决策边界的法向量。同理，若某一个点 x位于决策边界上，
即 f(x) = 0，则该决策边界到原点的法向距离（Normal Distance）为：

x→w

∥w∥ = − w0

∥w∥ (3.60)

上式左侧是数据点 x在 w 方向上的投影长度。设向量 x与 w 之间的夹角为 θ，根据点积公式
x→w = ∥x∥∥w∥ cos(θ)，可得向量 x在w方向上的投影长度为：∥x∥ cos(θ) = x→w

‖w‖。由此可见，
权重向量w决定了决策边界的方向，而偏置项 w0则决定了该决策边界相对于坐标原点的距离。
图3.7展示当输入空间二维时，线性判别函数、决策边界及法向量（即权重向量w）之间的关系。

从图3.7可以看出，任意向量 x可以表示为其在决策边界上的正交投影 x⊥与沿权重向量w

方向的分量之和：
x = x⊥ + r

w

∥w∥ (3.61)

其中 r表示 x沿w方向到决策边界的带符号距离。当 r取正号时，说明 x位于w指向的一侧，
可判为类别 C1；而当 r取负号时，则位于w背向的一侧，对应类别 C2。将公式3.61的两边同时
乘以 w，并加上偏置项 w0，我们可得：

x→w + w0 = x→
⊥w + r

w→w

∥w∥ + w0 ⇒

f(x) = r
w→w

∥w∥ （f(x) = w0 + x→w，且 f(x⊥) = w0 + x→
⊥w = 0） ⇒

r =
f(x)

∥w∥ （
w→w

∥w∥ =
∥w∥2

∥w∥ = ∥w∥）

从上式可以看出，f(x)的绝对值正比于向量 x到其在决策边界上的正交投影 x⊥之间的距离 r，
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图 3.7: 线性判别函数在二维输入空间中的几何示意图。绿色线表示决策边界，它垂直于蓝色的
权重向量 w，其相对于原点的位置由偏置项 w0 决定。此外，任意一点 x到决策边界的带符号
垂直距离为 f(x)

‖w‖。

而 f(x)的符号则反映了输入 x的类别归属。
我们接下来讨论如何将线性判别方法从二分类推广到多分类情形（即类别数K > 2）。基本

思路是通过构建多个二分类的线性判别函数，并将它们组合起来以实现多分类。主要有“一对
其余”、“一对一”和“最大值判决”三种构建策略。其中前两种策略可能在某些区域出现类别
无法判定的情况（如图3.8所示），而第三种“最大值判决”策略则能够有效避免这一问题。

“一对其余”（One-versus-the-rest）策略：为每个类别单独构建一个用于区分该类别与其他
所有类别的线性判别函数。对于K 个类别，该策略通常需要构建K 个判别函数。由于这
些判别函数是独立训练的，在某些区域可能会出现多个判别函数均为正值，或者所有判别
函数均为负值的情况。如果仅根据输出的正负号确定类别，就可能出现分类冲突或无法确
定类别的问题。实际应用中，通常可以通过选择判别函数值最大的类别来解决这一问题。
“一对一”（One-versus-one）策略：为每一对类别构建一个二分类的线性判别函数。对于
输入 x，所有判别函数分别作出判断，并通过投票方式决定其最终类别。该策略需要构建
K(K − 1)/2个二分类判别函数，每个判别函数 fij(x)用于区分类别 Ci与类别 Cj。该策略
仍然会出现因多个类别票数相同或判别结果冲突，从而导致无法明确分类。
“最大值判决”策略：为每个类别各自构建一个线性判别函数，最终将输入 x划归入对应
判别函数值最大的类别。该策略不仅实现方式简洁，还能有效避免前两种策略中因冲突或
区域未定义而导致的类别不确定问题。
在采用“最大值判决”策略进行多分类时，我们为每一个类别 Ck构建相应的线性判别函数：

fk(x) = wk0 + x→wk (3.62)
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图 3.8: 基于多个二分类线性判别函数构建多分类模型的三种策略。(a)“一对其余”策略。为每个
类别单独构建一个区分该类别与其他类别的二分类判别函数。图中以问号标记的区域同时被判
定为属于类别 C1 和 C2，因此根据各判别函数的二分类结果无法确定其所属类别。(b)“一对一”
策略。为每对类别构建一个二分类判别函数，根据所有判别函数投票决定最终分类。此策略同
样可能产生无法确定其类别的区域。(c)“最大值判决”策略。为每个类别构建一个线性判别函数，
最终将样本划归对应判别函数值最大的类别。该方法可以有效避免前两种策略可能出现的某些
区域难以明确分类的问题。

对于给定输入样本 x，若该样本对于所有的 j ̸= k，均满足 fk(x) > fj(x)，则将其判定为属于
类别 Ck。因此，类别 Ck与 Cj 之间的决策边界由判别函数值相等的条件 fk(x) = fj(x)确定，其
对应的超平面方程为：

(wk0 − wj0) + x→(wk −wj) = 0 (3.63)

这一形式与二分类情形下的决策边界基本一致，类似的几何性质与解释也同样适用。对于二分
类问题，既可以按本节开头介绍的方式，仅构造一个线性判别函数，也可以采用“最大值判决”
策略，分别为两个类别构建相应的判别函数 f1(x)和 f2(x)。对于多分类问题，除非另有说明，
之后默认使用“最大值判决”作为分类策略。

接下来我们介绍三种具有代表性的线性判别函数参数学习方法：最小二乘法（Least Squares）、
费雪线性判别（Fisher’s Linear Discriminant）和感知机算法（Perceptron Algorithm）。

采用最小二乘法对线性判别函数的参数进行求解，本质上是将分类任务视为一个拟合问题。
此时的拟合目标是以 1-of-K编码或独热编码（One-hot Encoding）形式表示的类别向量。设共有
K 个类别，若某个样本 x属于第 j 类，则其对应的 1-of-K 编码为一个 K 维向量，其中第 j 个
元素为 1，其余元素为 0。例如，在一个五分类问题中，若样本属于第二类，则其 1-of-K 编码
可以表示为：

t = (0, 1, 0, 0, 0)→

如前所述，我们会为每一个类别 Ck 构建一个线性判别函数 fk(x) = wk0 + x→wk，其中
k ∈ {1, 2, . . . ,K}。对于某个样本 x，可以将这K 个判别函数的输出值用如下形式的向量表示：

f(x) = (f1(x), f2(x), . . . , fK(x)) = x̃→W̃

其中 f 是一个K维行向量，x̃是在原始输入向量 x的前面添加一个值为 1的元素（对应于偏置
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项）之后的增广向量，即 x̃ = (1,x→)→，W̃是所有 K 个线性判别函数的权重与偏置项合并后
的矩阵，其第 k列为D+1维向量 (wk0,w→

k )
→。我们将所有训练样本的增广向量合并为矩阵 X̃，

该矩阵的第 i行对应第 i个样本的增广向量 x̃→
i 。同样地，我们也将所有样本所属类别的 1-of-K

编码组合成一个目标矩阵T，该矩阵的第 i行为第 i个样本的 1-of-K 编码 t→i 。基于以上的符号
定义，最小二乘法的平方误差损失函数可表示为：

RSS(W̃) ! 1

2
tr
((

X̃W̃ −T
)→ (

X̃W̃ −T
))

(3.64)

我们知道矩阵 A 的转置与自身相乘后的迹 tr(A→A) 正好等于矩阵 A 所有元素的平方和（矩
阵的迹为其主对角线元素的总和），也就是矩阵的 Frobenius范数（记为 ∥A∥F）的平方。在公
式3.64中，矩阵 (X̃W̃ −T)的每个元素表示模型对每个样本在各类别上的预测误差，而取迹的
运算实际上是将所有误差的平方求和，从而得到整体的平方误差损失。将公式3.64对 W̃求偏导，
并令导数为零，可以得到与公式3.21相同形式的闭式解：

W̃ =
(
X̃→X̃

)−1
X̃→T (3.65)

虽然最小二乘法为线性判别函数的权重参数提供了简洁的闭式解。然而，最小二乘法对异
常值缺乏必要的鲁棒性。我们已知，线性模型中最大化似然函数等价于最小化平方误差损失（见
公式1.3）。从统计学角度看，这相当于在误差服从高斯分布的假设下，采用最大似然估计来求解
参数。然而，高斯分布本身不具备重尾（Heavy Tail）特性，对少数离群点较为敏感（参见图2.14）。
当数据中存在异常点时，平方误差损失便不再适用。如图3.9右图所示，仅仅在左下角添加少量
异常样本，最小二乘法所得到的决策边界就发生了明显偏移，而这些新增异常点在左图原有的
决策边界下依然可以被正确分类。其原因在于，平方误差函数不仅对预测误差进行惩罚，还会
对“过于正确”的预测（如当某个样本在其所属类别对应的判别函数值已经远大于 1时）进行
惩罚。即使一个样本已经被正确分类，若其离决策边界过远，也会增加损失函数的值，从而导
致模型在少数异常值的干扰下出现整体偏移。

在类别数 K ≥ 3 的多分类任务中，最小二乘法还会引发更严重的“类别掩蔽”问题。如
图3.10左图所示，尽管蓝、橙、红三类样本数量相同（每类各有 100个），橙色类别占据的判别
区域（淡黄色背景）却明显偏小，被蓝色和红色类别“掩盖”。这一现象的原因在于，最小二乘
法试图为每个类别拟合一个线性判别函数（在二维空间中为一条直线），使属于该类别样本的函
数值接近于 1，而其他类别的函数值接近于 0。然而，对于位于中间区域的橙色类别，无论如何
调整其线性判别函数的参数，都难以满足以下要求：对于左上方的蓝色样本，其判别函数值接
近于 0；对于中间的橙色样本，其判别函数值接近于 1；而对于右下方的红色样本，其判别函数
值又接近于 0。为了在左右两侧压缩函数值以逼近 0，橙色类别的判别函数不得不牺牲中间区域
的响应，结果造成该判别函数往往过于平坦（对应直线趋于水平），其函数值总是低于其它两类
的判别函数（左侧低于蓝色类别的判别函数，右侧则低于红色类别的判别函数）。即使该类样本
的数量上并不处于劣势，其判别函数仍会被两侧的类别所压制，从而出现了“类别掩蔽”现象。
使用最小二乘法来求解线性判别函数的权重参数不仅对异常数据缺乏鲁棒性，在多分类问
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图 3.9: 左图展示了对于蓝色和红色圆圈表示的两类数据，分别采用最小二乘法（紫色直线）和对
数几率回归（绿色直线）所得到的决策边界。我们将在第3.6节详细介绍对数几率回归（即 Logistic
回归）。右图显示了在左图数据的基础上，在左下角添加少量异常数据点对两种方法所得到决策
边界的影响。从图中可以看出，与对数几率回归相比，最小二乘法对异常数据点非常敏感。

题中还会导致 “类别掩蔽”现象。其原因在于，直接使用不受约束的线性函数拟合独热编码时，
平方误差损失并不太适用于分类任务。对于分类任务，我们更关注样本是否被正确划分，而非
预测值对目标值的精确逼近。然而，平方误差损失函数目标是最小化预测值与目标值之间的差
异，即使某个样本已被正确分类，只要其判别函数的输出值与目标值之间不完全一致，损失函
数仍会给出非零误差，并且这种误差会被平方进一步放大，从而导致决策边界偏离其最优位置。
在后续内容中，我们将介绍更适合分类任务的损失函数，如交叉熵损失和感知机损失等。

线性分类问题还可以从降维的角度来理解。以二分类为例，先将原始D维的输入 x投影到
由权重向量 w 定义的一维子空间上，即计算投影值 x→w。然后通过设置阈值 w0 来进行分类：
若 x→w ≥ −w0，将 x归为类别 C1；否则，归为类别 C2。一种直观的想法是：选择一个投影方向，
使得两个类别在该方向上的投影均值尽可能远离，即最大化类别均值在投影空间的距离。假设
存在包含 N1个样本点的类别 C1和 N2个样本点的类别 C2，它们的均值向量分别是：

µ1 =
1

N1

∑

xi∈C1

xi, µ2 =
1

N2

∑

xi∈C2

xi (3.66)

我们的目标是最大化两个类别均值在投影空间中的间隔：

µ1 − µ2 = (µ1 − µ2)
→w (3.67)

其中：
µ1 = µ→

1 w, µ2 = µ→
2 w (3.68)

即为两个类别的均值向量在权重向量w所定义方向上的投影。通过最大化公式3.67来求解w会
面临以下两个问题。其一，只要不断增加w的模长，就可以使目标函数（即公式3.67）的值无限
增大，从而导致该优化问题在当前形式下没有上界。为克服这一问题，可以引入约束条件，如
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图 3.10: 左图显示了由蓝色、橙色和红色圆圈所表示的三类数据。图中绿色直线表示通过最小
二乘法所得到的决策边界，背景颜色表示各类别在输入空间中的划分区域。可以看出，划分给
橙色类别的区域（淡黄色背景）过小，导致该类别中的大部分样本被错误分类。右图则展示了
对数几率回归方法所得到的决策边界和划分区域，该方法实现了对这些样本数据的准确分类。

规定w的模长为 1加以解决。其二，即使两个类别在原始空间中是线性可分的，它们在投影到
一维后仍可能产生重叠区域（如图3.11的左子图所示）。为了应对这一问题，费雪（Fisher）提出
的思路是：在增大两类样本投影均值之间的距离的同时，尽可能减小各类别样本在该方向上的
类内散度（散度通常表示样本偏离均值的平方和，与方差的主要区别在于不用除以样本数量），
使同一类别的样本更集中，而不同类别的样本尽可能分离（如图3.11的右子图所示）。

两个类别在投影方向上的类内散度可以通过以下公式计算，即分别计算各类别中所有样本
的投影值与该类别投影均值之差的平方和：

s21 =
∑

xi∈C1

(x→
i w − µ1)

2, s22 =
∑

xi∈C2

(x→
i w − µ2)

2 (3.69)

其中 µ1 和 µ2 分别表示两个类别的样本在投影方向上的均值。我们将两个类别的类内散度之和
s21 + s22定义为总类内散度。费雪准则（Fisher Criterion）的基本思想是，使不同类别的样本投影
均值尽可能远离，同时使同一类别的样本投影值尽可能集中。为此，费希尔准则通过最大化两
类投影均值之差的平方与总类内散度的比值，来确定最优的投影方向：

(µ1 − µ2)2

s21 + s22
(3.70)

根据公式3.68和3.69的定义，上式可以改写为：
w→Bw

w→Sw
(3.71)

其中 B称为类间散度矩阵，其定义如下：

B = (µ1 − µ2)(µ1 − µ2)
→ (3.72)
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图 3.11: 费雪线性判别思想的示意图。左图展示了将红色和蓝色两类样本投影到连接两类均值
（以叉号表示）的直线上的情形。尽管这些样本点在二维空间中是线性可分的，但从投影后分布
的柱状图可以看出，两个类别在投影轴上仍有重叠区域。右图则显示了使用费雪线性判别所得
到的投影方向，它不仅最大化了两类均值之间的距离，同时尽可能减小了类内散度，从而显著
提升了投影后的类别可分性。

而 S称为类内散度矩阵，其定义如下：

S =
∑

xi∈C1

(xi − µ1)(xi − µ1)
→ +

∑

xi∈C2

(xi − µ2)(xi − µ2)
→ (3.73)

其中 µ1和 µ2分别表示两个类别在原始特征空间中的均值向量。因此，根据费希尔准则构建的
目标函数，也可以理解为投影方向上类间散度与类内散度的比值。换句话说，我们希望找到一
个合适的投影方向，使D维输入数据在投影后，同一类别的样本尽可能集中，而不同类别的样
本尽可能分离，从而提高不同类别之间的可区分性。
从公式3.71可以看出，我们关注的是该比值的大小。因此，在求解权重向量 w时，我们可

以通过固定分母 w→Sw = 1来简化优化过程。在添加这种约束下，优化问题可以表示为：

max
w

w→Bw (3.74)

s.t. w→Sw = 1

为了求解以上约束优化问题，我们引入拉格朗日乘子 λ，从而将其转化为以下等价的拉格朗日
优化形式：

w→Bw − λ(w→Sw − 1) (3.75)

将上式对 w求导，并令导数为零，可得：

2Bw − 2λSw = 0 (3.76)

96



郑骁庆著 3.5 线性判别模型

由此可以推导出以下被称为广义特征值问题（Generalized Eigenvalue Problem）的方程：

Bw = λSw (3.77)

以下推导假设 S是对称正定矩阵（若不满足正定条件，可采用降维或正则化，例如使用 S+ λI

形式），因此可以采用科列斯基（Cholesky）分解将其表示为：

S = LL→ (3.78)

其中 L是一个下三角矩阵，且其主对角线上的元素均为正值。令 v = L→w，则有w = (L→)−1v，
将其代入广义特征值问题公式3.77，可得：

B(L→)−1v = λS(L→)−1v (3.79)

上式两边同时左乘 L−1，我们有：

L−1B(L→)−1v = λL−1S(L→)−1v (3.80)

由于 S = LL→，我们可以得到：
L−1B(L→)−1v = λIv (3.81)

令 C = L−1B(L→)−1，则以上方程可以转化为以下标准的特征值问题：

Cv = λv (3.82)

其中 λ是特征值，v为对应的特征向量。求得特征向量 v之后，可以用等式w = (L→)−1v求解
出原问题的权重向量w。从公式3.72可知，矩阵B由两个向量的外积构成，因此其秩为 1。由于
左右乘可逆矩阵不改变矩阵的秩，矩阵 C的秩仍为 1，因此公式3.82最多只有一个非零特征值。

根据公式3.74所定义的优化问题所求得的权重向量 w，仅用于确定输入样本 x的投影方向
及其在该方向上的投影值，并不能直接完成分类任务。在实际进行分类时，通常假设各类别在
该投影方向上的投影值服从高斯分布，其均值和方差分别可通过公式3.68和3.69计算得到。在此
高斯分布假设下，设某一样本 x的投影值为 y = x→w，则其属于类别 Ci的概率可以表示为：

p(Ci|y) =
p(y|Ci)p(Ci)

p(y)
, i ∈ {1, 2} (3.83)

若 p(C1|y) > p(C2|y)，则我们将样本 x归为类别 C1；否则，归为类别 C2。在上式中，分母 p(y)

对所有类别是相同的常数项，因此在比较概率大小时可以忽略。类别 Ci 的先验概率 p(Ci)通常
可以采用以下公式进行估计：

p(C1) =
N1

N1 +N2
, p(C2) =

N2

N1 +N2
(3.84)

需要注意的是，如果训练集中各类样本的比例不能准确反映真实应用中的先验分布，或者存在明
显的类别样本数量不平衡问题，我们也可以假设所有类别具有相等的先验概率。至于公式3.83中
的条件概率 p(y|Ci)，可以通过下式进行计算：

p(y|Ci) =
1

(2πs2i )
1/2

exp

(
− 1

2s2i
(y − µi)

2

)
, i ∈ {1, 2} (3.85)
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如果需要确定线性判别函数中的阈值（或偏置）w0，可以令两类的后验概率相等来计算：

p(C1|y0) = p(C2|y0) ⇒

p(y0|C1)p(C1) = p(y0|C2)p(C2)（忽略相同的 p(y)项） ⇒
1

(2πs21)
1/2

exp

(
− 1

2s21
(y0 − µ1)

2

)
p(C1) =

1

(2πs22)
1/2

exp

(
− 1

2s22
(y0 − µ2)

2

)
p(C2) ⇒

(y0 − µ2)2

2s22
− (y0 − µ1)2

2s21
= ln

(
p(C2)
p(C1)

)
+

1

2
ln

(
s21
s22

)
（两边取对数并整理）

如果 s1 ̸= s2，则需要求解以上二次方程来确定 y0 的值。但若假设 s1 = s2 = s，该方程将大为
简化，此时可解得：

y0 =
µ1 + µ2

2
+

s2

µ1 − µ2
ln

(
p(C2)
p(C1)

)
(3.86)

若进一步假设两类的先验概率相等，则上式右侧的最后一项为零，此时：

y0 =
µ1 + µ2

2
(3.87)

也就是将 y0设为两类投影均值的中点。为了与常见的线性判别函数的形式一致，我们令偏置项
w0 = −y0，则在原始 D维输入空间中，得到如下形式的线性判别函数：

f(x) = w0 + x→w (3.88)

相应的分类规则为：当 f(x) ≥ 0时，将输入样本 x判定为类别 C1；而当 f(x) < 0时，则判定
其属于类别 C2。

在将费雪线性判别推广至 K > 2的多分类问题时，通常要求输入空间的维度 D 大于类别
数 K。在此情形下，我们通过构造M 组权重向量 wj，将原始输入 x映射（或降维）到M 维
子空间，其中每一维的投影由 yj = x→wj 给出。子空间的维度M 需满足m ≤ min(D,K − 1)，
其具体原因将在后续的讨论中解释。我们将所有M 组权重向量组成一个矩阵W，其中第 j 列
为向量 wj。利用该矩阵W，可以将输入向量 x映射到M 维子空间，其投影表示为：

y→ = x→W (3.89)

类内散度矩阵的计算方式与二分类情况下的公式3.73类似，其形式为：

S =
K∑

k=1

∑

xi∈Ck

(xi − µk)(xi − µk)
→ (3.90)

其中 µk 为类别 Ck 的均值，其计算公式为：

µk =
1

Nk

∑

xi∈Ck

xi (3.91)

上式中的 Nk 表示属于类别 Ck 的样本数。总体散度矩阵 T可以分解为类内散度矩阵 S与类间
散度矩阵 B之和，即：

T = S+B (3.92)
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总体散度矩阵 T的计算公式如下所示：

T =
N∑

i=1

(xi − µ)(xi − µ)→ (3.93)

其中 N 表示所有样本的总数，而 µ为所有样本的均值，其计算公式如下：

µ =
1

N

N∑

i=1

xi =
1

N

K∑

k=1

Nkµk (3.94)

根据公式3.92，类间散度矩阵等于总体散度矩阵减去类内散度矩阵。结合公式3.90和3.93，类间
散度矩阵的计算表达式为：

B =
K∑

k=1

Nk(µk − µ)(µk − µ)→ (3.95)

类似于二分类情况下的公式3.71，费雪准则旨在投影空间中尽可能增大类间散度，同时尽
量减小类内散度。基于该准则，其目标函数可表示为：

tr
(
W→BW(W→SW)−1

)
(3.96)

通过最大化该目标函数，可以求得权重矩阵W。对于输入样本 x，其在子空间中的投影为 y→ =

x→W。我们通常假设各类别在子空间中的投影服从多维高斯分布，并且据此估计各类别样本在
投影空间中的均值向量和协方差矩阵。在此基础上，对于给定样本 x，可计算其对应投影 y 在
各类别下的联合概率 p(y|Ck)p(Ck)，并将联合概率最大的类别判定为样本 x的所属类别。

在讨论费雪线性判别的最后部分，我们来解释为什么投影子空间的维度M 最多为 K − 1。
从公式3.95可知，类间散度矩阵B是K个矩阵的加和，其中每个矩阵的秩都为 1，因为它们都是
两个向量的外积。此外，根据公式3.94，所有样本的均值 µ是各类别均值 µk的加权平均。这一
约束导致K 个类均值之间并非完全线性独立，从而使得中心化后的类均值向量至多张成K − 1

维空间。因此，类间散度矩阵B的秩最多为K − 1，这意味着它至多只有K − 1个非零特征值。
换句话说，尽管原始输入空间是D维的，但是仅有最多K − 1个方向能够反映类别中心之间的
差异，超出这K − 1维的投影分量不再提供更多关于类均值差异的信息。
接下来，我们将介绍线性判别函数参数学习的最后一种方法，即感知机算法。该算法不仅

是人工神经网络发展早期的一个里程碑，也在整个模式识别算法的发展历程中占有重要的地位。
感知机算法首先利用一组固定的基函数对输入向量 x进行变换，提取出特征向量 φ(x)，然后再
基于该特征向量构建一个带阶跃激活函数的线性分类模型，其形式为：

y(x) = σ(φ(x)→w) (3.97)

其中特征向量 φ(x) 通常会包含一个偏置项 φ0(x) = 1。非线性激活函数 σ(·) 是一个阶跃函数
（Step Function），其具体形式如下：

σ(z) =

⎧
⎨

⎩
+ 1 若 z ≥ 0

− 1 若 z < 0
(3.98)

对于样本 x，当输出 y(x) = +1时，则将其判定为类别 C1；当输出为 −1时，则判定为类别 C2。
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图 3.12: 感知机学习算法权重参数更新的示意图。在二维特征空间中绘制了两个类别的样本点，
分别以红色和蓝色表示。左图中初始的权重向量w用黑色实线箭头表示，其对应的决策边界以
绿色实线表示。箭头的方向指向被分类为红色类别的区域。图中被黑色圆圈标出的红点是一个
被错误分类的样本。感知机算法将该样本的特征向量加到当前权重向量上，产生新的权重向量
（以黑色虚线箭头表示）及对应的更新后的决策边界（以绿色虚线表示）。右图同样以黑色圆圈
标出了仍被错误分类的一个样本。其特征向量再被加到当前权重向量上，得到新的权重向量和
相应的决策边界（绿色虚线）。此时，所有样本均被正确分类，表明算法已收敛。

值得注意的是，经典感知机与广义线性模型在数学形式上非常相似，但严格来说，感知机并不
属于广义线性模型。这是因为，感知机采用符号函数或阶跃函数直接输出类别标签，并不显式
建模类别概率，也不要求输出变量的条件分布属于指数族。而广义线性模型则通过连接函数将
输出变量的条件期望与输入特征的线性组合联系起来，并要求其条件分布属于指数族。

由于感知机采用阶跃函数作为非线性激活函数，因此无法直接使用类似公式3.18所示的梯
度下降法来更新权重参数w。这是因为当 z ̸= 0时，阶跃函数 σ(z)的输出为常数，其导数为零，
无法提供梯度下降所需要的 “梯度信号”来引导参数的优化过程。为了解决上述问题，弗兰克·
罗森布拉特（Frank Rosenblatt）提出了感知机准则（Perceptron Criterion），并据此推导出另一种
形式的误差函数。根据上述线性模型的定义及其判别规则，我们期望权重参数w满足以下条件：
当输入样本 x属于类别 C1 时，有 φ(x)→w > 0；而当 x属于类别 C2 时，则 φ(x)→w < 0。为
了进一步简化损失函数的表达形式，我们将类别 C1 对应的目标输出设为 t = +1，并将类别 C2
对应的目标输出设为 t = −1。如此，我们希望所有样本均满足 φ(x)→w · t > 0。感知机准则规
定：对于正确分类的样本，其损失为零；而对于错误分类的样本 x，其损失为 −φ(x)→w · t（即
最大化 φ(x)→w · t）。因此，感知机准则对应的损失函数可以表示为：

L(w) = −
∑

xi∈E
φ(xi)

→w · ti (3.99)

其中 E 表示在当前权重参数下被错误分类的样本集合。由于以上损失函数 L(w)对于参数w是
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算法 3.2:感知机学习算法
输入: 训练样本集（共包含 N 个样本）、学习率 η和最大训练轮数 H。

1 初始化：将权重向量 w随机初始化或设为零，并设训练轮数 h = 1和迭代步数 j = 1；
2 while h ≤ H do
3 for i← 1 to N do
4 根据公式3.99计算当前样本 xi的损失为 −φ(xi)→w(j) · ti；
5 if (φ(xi)→w(j) · ti ≤ 0) then
6 使用公式3.100更新权重向量 w(j+1) = w(j) + ηφ(xi)ti；
7 j ← j + 1；
8 收敛条件：当所有样本均分类正确，即本轮中权重向量未发生更新时，算法终止；
9 h← h+ 1；
输出: 经训练得到的权重向量 w。

可导的，我们可以采用次梯度下降法对权重进行迭代更新。相应的更新公式为：

w(j+1) = w(j) − η∇Li(w
(j)) = w(j) + ηφ(xi)ti (3.100)

其中 ∇Li(·)表示第 i个样本损失的次梯度，j 表示迭代步数，而 η是学习率（或称学习步长）。
从公式3.100可知，当学习率 η = 1时，感知机算法具有直观而简洁的解释。如果样本被正

确分类，则无需对权重参数进行调整；如果样本被错误分类，则分以下两种情况进行更新：若
误分类的样本 xi 实际属于类别 C1 时（ti = +1），则将其对应的特征向量 φ(xi)加到当前权重
向量 w上；若误分类的样本 xi 实际属于类别 C2 时（ti = −1），则将该样本的特征向量 φ(xi)

从当前权重向量w中减去。示意图3.12展示了感知机算法中权重参数w的更新过程。在训练数
据线性可分的前提下，只要学习率足够小，每次更新都会使模型的决策边界朝着更优的方向调
整。尽管这一过程并不一定会使整体损失函数下降，但至少可以保证当前被误分类样本的损失
得到一定程度的减小：

−φ(x)→w(j+1) · t = −φ(x)→w(j) · t− η∥φ(x)t∥2︸ ︷︷ ︸
> 0

< −φ(x)→w(j) · t (3.101)

当存在能够将两类样本完全分开的决策边界时，使用公式 3.100的更新规则，在有限次迭代后
一定能够构造出一个正确划分所有训练样本的决策边界。此外，由于所有样本的特征向量的模
长是有界的，经过有限步的加上或减去有界模长后的权重向量的模也一定是有界的。对于有限
且严格线性可分的训练集，感知机算法在固定正学习率下只会发生有限次更新，即算法收敛。

算法3.2给出了感知机学习算法的完整流程。该算法在训练数据线性可分的前提下可以保证
收敛。但若训练数据线性不可分，算法则永远无法收敛。在实际应用中，训练一般需要非常多
的迭代步数。当算法长时间未能收敛时，我们往往难以判断是因为训练数据集本身线性不可分，
还是仅仅由于收敛速度较慢。此外，即使在线性可分条件下收敛，其最终收敛到的权重向量并
不唯一，结果会受到权重向量随机初始化和样本遍历顺序的影响。除了学习过程本身存在一定
的困难外，感知机学习算法还存在两个主要局限：一是该模型的输出不具备概率解释；二是它
在推广到类别数K > 2的多分类问题时需要额外的处理。
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3.6 概率生成模型
构建用于分类的概率生成模型的基本思路是：首先为每一个类别 Ck 建立类条件概率分布

（Class-conditional Distribution）p(x|Ck)，然后结合先验概率 p(Ck)运用以下的贝叶斯公式来计算
后验概率分布 p(Ck|x)，从而进行分类：

p(Ck|x) =
p(x|Ck)p(Ck)

p(x)
=

p(x|Ck)p(Ck)∑K
k=1 p(x|Ck)p(Ck)

(3.102)

这类方法之所以称为概率生成模型，是因为通过对类条件概率分布 p(x|Ck)的建模，在理论上
可以从该分布中采样，从而生成类别 Ck 的合成数据（Synthetic Data）。

我们依然从二分类问题入手展开讨论。样本 x属于类别 C1的后验概率可表示为：

p(C1|x) =
p(x|C1)p(C1)

p(x|C1)p(C1) + p(x|C2)p(C2)
(3.103)

=

p(x|C1)p(C1)
p(x|C1)p(C1)

p(x|C1)p(C1)
p(x|C1)p(C1) +

p(x|C2)p(C2)
p(x|C1)p(C1)

=
1

1 + exp
(
− ln p(x|C1)p(C1)

p(x|C2)p(C2)

)

=
1

1 + exp (−z) （z = ln
p(x|C1)p(C1)
p(x|C2)p(C2)

）

= σ(z)

其中 σ(z)称为 Sigmoid函数，其定义如下：

σ(z) =
1

1 + exp (−z) (3.104)

函数 σ(z)被称为 Sigmoid函数是因为它的图像呈典型的 S形曲线（如图3.13所示）。这类函数也
被称为 “压缩函数”（Squashing Function），因为它能够将整个实数轴的输入挤压到一个有限的区
间内。具体而言，Sigmoid函数将所有实数映射到 (0, 1)区间，并且当输入小于 −5或大于 5时，
函数值就已经非常趋近于 0或 1。

容易验证，Sigmoid函数满足如下的对称性质：

σ(−z) = 1− σ(z) (3.105)

=
exp (−z)

1 + exp (−z)

=
1

1 + exp (z)

此外，对函数 σ(z)关于变量 z求导，可以得到如下简洁的形式：

σ′(z) = σ(z)(1− σ(z)) (3.106)
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这使得在需要使用其导数的情形下，带来了计算上的便利。上式的推导过程如下：

σ′(z) =
exp (−z)

(1 + exp (−z))2

=
1

1 + exp (−z) ·
exp (−z)

1 + exp (−z)

= σ(z)
1 + exp (−z)− 1

1 + exp (−z)

= σ(z)

(
1− 1

1 + exp (−z)

)

= σ(z)(1− σ(z))

Sigmoid函数的反函数的形式如下：

z = ln

(
σ

1− σ

)
(3.107)

该函数被称为对数几率函数（Logit Function），也常被称为对数几率（Log Odds）。它表示样本
x属于类别 C1与 C2的后验概率之比的对数形式，即 ln

(
p(C1|x)
p(C2|x)

)
= ln

(
p(C1|x)

1−p(C1|x)

)
。我们很快将

看到，z(x)可以取 x的线性形式，从而使 σ(z)构成一个形如公式3.58的广义线性模型。值得注
意的是，概率生成模型通常不属于广义线性模型，因为它主要通过建立数据的类条件概率分布
和类别先验分布来描述数据的生成过程，而广义线性模型则通过连接函数，将输出变量的条件
期望与输入特征的线性组合联系起来。不过，在特定条件下，概率生成模型推导出的后验条件
概率可以具有广义线性模型的形式。例如，在下面的推导中，当二分类高斯生成模型中的两个
类别共享相同的协方差矩阵时，其后验概率可以表示为 Sigmoid函数（即逆连接函数）作用于
输入特征的线性组合，并且与 Logistic回归具有相同的函数形式。
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图 3.13: Sigmoid函数的曲线图。
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从公式3.102可见，构建概率生成模型的关键在于合理选择类条件概率分布的形式。常见的
做法是假设类条件概率服从高斯分布，并且所有类别均共享同一个协方差矩阵。在这种情况下，
类条件概率密度函数可以表示为：

p(x|Ck) = N (x|µk,Σ) =
1

(2π)D/2|Σ|1/2
exp

(
−1

2
(x− µk)

→Σ−1(x− µk)

)
(3.108)

其中D表示输入样本 x的维度，µk是类别 Ck对应的均值向量，Σ则是不同类别共享的D×D

的协方差矩阵。|Σ|表示矩阵Σ的行列式，是一个标量。为求得公式3.103中的后验概率，我们
先计算该公式推导过程中引入的中间变量 z，其形式如下：

z = ln
p(x|C1)p(C1)
p(x|C2)p(C2)

(3.109)

将类条件概率密度函数（公式3.108）代入上式，我们可得：

z = −1

2
(x− µ1)

→Σ−1(x− µ1) +
1

2
(x− µ2)

→Σ−1(x− µ2) + ln
p(C1)
p(C2)

= x→Σ−1(µ1 − µ2)︸ ︷︷ ︸
w

−1

2
µ→
1 Σ

−1µ1 +
1

2
µ→
2 Σ

−1µ2 + ln
p(C1)
p(C2)︸ ︷︷ ︸

w0

(3.110)

= w0 + x→w

从上述推导可以看出，由于假设所有类别共享相同的协方差矩阵，高斯分布中指数项关于 x的
二次项相互抵消。因此，样本 x属于类别 C1的后验概率可以表示为如下形式：

p(C1|x) = σ(w0 + x→w) (3.111)

其中：

w0 = −
1

2
µ→
1 Σ

−1µ1 +
1

2
µ→
2 Σ

−1µ2 + ln
p(C1)
p(C2)

(3.112)

w = Σ−1(µ1 − µ2) (3.113)

值得注意的是：如果不同类别的协方差矩阵并不相同，则会保留关于 x的二次项，此时模型将
不再是 x的线性形式。

确定了类条件概率分布的形式之后，我们可以采用最大似然估计来求解模型中的各项参数。
给定包含N 个样本的训练数据集D = {(xi, ti)}Ni=1，并且规定：若样本 xi属于类别 C1，则对应
的标签 ti = 1；若属于类别 C2，则 ti = 0。为简化表示，我们将类别 C1 的先验概率 p(C1)记作
π，则类别 C2 的先验概率 p(C2)就是 1 − π。对于属于类别 C1 的样本 xi，其联合概率 p(xi, C1)
可以表示为：

p(xi, C1) = p(C1)p(xi|C1) = πN (xi|µ1,Σ) (3.114)

同理，对于属于类别 C2的样本 xi，其联合概率为：

p(xi, C2) = p(C2)p(xi|C2) = (1− π)N (xi|µ2,Σ) (3.115)
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如此，相应的似然函数可表示为：

p(X, t|π,µ1,µ2,!) =
N∏

i=1

(πN (xi|µ1,Σ))ti ((1− π)N (xi|µ2,Σ))1−ti (3.116)

其中X是N ×D的矩阵，表示整个训练数据集，而 t = (t1, . . . , tN )→表示所有训练样本的分类
标签向量。在回归问题中，似然函数表示在给定参数条件下生成观测数据本身的概率；而在分
类问题中，我们需要同时考虑样本特征 x及其对应的分类标签 t，因此其似然函数应为给定参
数条件下生成样本及其对应标签的联合概率。与之前一样，为了简化参数求解过程，我们通常
最大化对数似然函数：

N∑

i=1

{ti lnπ + ti lnN (xi|µ1,Σ) + (1− ti) ln (1− π) + (1− ti) lnN (xi|µ2,Σ)} (3.117)

我们逐一对各个参数进行估计。首先从公式3.117中提取仅与参数 π相关的部分：
N∑

i=1

{ti lnπ + (1− ti) ln (1− π)} (3.118)

对上式关于参数 π求导，并令导数为零，我们可得：
N∑

i=1

(
ti
π
− 1− ti

1− π

)
= 0 ⇒

N1

π
− N2

1− π = 0 ⇒

π =
N1

N1 +N2

其中N1表示属于类别 C1的样本数量，而N2表示属于类别 C2的样本数量。因此，参数 π的最
大似然估计等于类别 C1在所有样本中所占的比例。

接着，我们来估计参数 µ1。同样地，从似然函数公式3.117中提取仅与参数 µ1相关的项：
N∑

i=1

ti lnN (xi|µ1,Σ) =
N∑

i=1

(
−1

2
ti(xi − µ1)

→Σ−1(xi − µ1) + ti ln

(
1

(2π)D/2|Σ|1/2

))
(3.119)

将上式对参数 µ1求导，并令导数为零，可得：

µ1 =
1

N1

N∑

i=1

tixi (3.120)

上式表明参数 µ1 的最大似然估计为所有属于类别 C1 样本的均值。同理，参数 µ2 的最大似然
估计为：

µ2 =
1

N2

N∑

i=1

(1− ti)xi (3.121)

即为所有属于类别 C2样本的平均值。
最后，我们使用最大似然估计来求解协方差矩阵 Σ的参数。从对数似然函数（公式3.117）
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中提取出与 Σ有关的项，可以得到：
N∑

i=1

{ti lnN (xi|µ1,Σ) + (1− ti) lnN (xi|µ2,Σ)}

=− 1

2

N∑

i=1

ti ln |Σ|− 1

2

N∑

i=1

ti(xi − µ1)
→Σ−1(xi − µ1)

− 1

2

N∑

i=1

(1− ti) ln |Σ|− 1

2

N∑

i=1

(1− ti)(xi − µ2)
→Σ−1(xi − µ2) + const

其中 const是与 Σ无关的常数项。上式可以进一步简化为以下形式：

−N

2
ln |Σ|− N

2
tr(Σ−1S) (3.122)

其中：

S =
N1

N
S1 +

N2

N
S2 (3.123)

S1 =
1

N1

∑

xi∈C1

(xi − µ1)(xi − µ1)
→ (3.124)

S2 =
1

N2

∑

xi∈C2

(xi − µ2)(xi − µ2)
→ (3.125)

我们对公式3.122关于协方差矩阵Σ求导（对矩阵求导是指对矩阵中所有元素分别求偏导，得到
一个由各偏导数组成的 “梯度矩阵”），并令导数为零，我们可以得到：

−N

2
Σ−1 +

N

2
Σ−1SΣ−1 = 0 ⇒

Σ−1 = Σ−1SΣ−1 ⇒

SΣ−1 = I ⇒

Σ = S

协方差矩阵Σ的最大似然估计即为矩阵 S。由公式3.123可知，矩阵 S是两个类别样本协方差矩
阵的加权形式。
上述方法通过对输入 x进行线性变换，再将结果传入 Sigmoid函数，从而得到 x属于某个

类别的后验概率。值得注意的是，虽然该高斯生成模型导出的后验概率具有与 Logistic回归相
同的函数形式，但两者的建模方式和参数估计方法有所不同。前者通过建立类条件概率分布和
类别先验分布来计算后验概率，而后者则直接对条件概率进行建模和参数估计，我们将在下一
节中详细介绍。接下来，我们将上述二分类概率生成模型扩展到K > 2的多分类情形。此时样
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本 x属于类别 Ck 的后验概率可表示为：

p(Ck|x) =
p(x|Ck)p(Ck)∑K
j=1 p(x|Cj)p(Cj)

=
exp (ln (p(x|Ck)p(Ck)))∑K
j=1 exp (ln (p(x|Cj)p(Cj)))

=
exp (zk)∑K
j=1 exp (zj)

(3.126)

其中：
zk = ln (p(x|Ck)p(Ck)) (3.127)

公式3.126被称为归一化指数函数（Normalized Exponential)，它可以看作 Sigmoid函数在多类别
情形下的推广。该归一化指数函数也被称为 Softmax函数，因为它可以视为 “最大值”函数的一
种平滑近似。具体而言，当某个 zk远大于所有其他 zj (j ̸= k)时，有 p(Ck|x) ≃ 1，而 p(Cj |x) ≃ 0

（符号≃表示近似相等）。对于输入样本 x，Softmax函数会为每个类别分配一个介于 0和 1之间
的概率值，这些概率的总和为 1。它不会将所有概率集中在一个类别上，所以被称为 “软”（Soft）
的分类结果，从而有别于 “硬”（Hard）的分类结果（仅有一个类别的概率为 1，其余类别为 0）。
类似于二分类情形，我们假设每个类别的类条件概率分布 p(x|Ck)均服从高斯分布，且所有

类别共享同一个协方差矩阵Σ。在这一假设下，将高斯形式的类条件概率代入公式3.126和3.127，
可以推导出每个类别对应的 zk 也呈如下的线性形式：

zk = wk0 + x→wk (3.128)

其中：

wk0 = −
1

2
µ→
k Σ

−1µk + ln p(Ck) (3.129)

wk = Σ−1µk (3.130)

与二分类的情形类似，在假设所有类别共享同一个协方差矩阵的情况下，计算 zk 时关于 x的
二次项会相互抵消，从而使 zk成为输入 x的线性函数。如果我们放宽这一假设，允许每个类条
件概率分布 p(x|Ck)拥有各自不同的协方差矩阵 !k，那么上述抵消将不再发生，此时得到的 zk

将是关于 x的二次函数。由于本章主要讨论线性分类模型，在此不对二次判别函数（Quadratic
Discriminant）的具体形式和性质作进一步展开讨论。
采用最大似然估计，多分类概率生成模型的参数可通过以下公式进行估算：

p(Ck) =
Nk

N
(3.131)

µk =
1

Nk

∑

xi∈Ck

xi (3.132)

Σ =
1

N

K∑

k=1

⎛

⎝
∑

xi∈Ck

(xi − µk)(xi − µk)
→

⎞

⎠ (3.133)

其中 Nk 表示属于类别 Ck 的样本数，N 则表示所有样本的总数。在本节的最后，有必要指出：
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由于高斯分布的概率密度大部分集中在中心区域，而在其两端分配了相对较少的概率，这使得
高斯分布在拟合包含异常值的数据时表现出较差的鲁棒性（详见第2.5节的相关讨论）。因此，基
于高斯分布的最大似然估计对异常值也较为敏感。

3.7 概率判别模型

在概率生成模型中，我们首先需要为类条件概率分布选择合适的形式，并结合类别的先验
分布，通过贝叶斯公式推导出后验分布，从而估计样本属于各类别的概率。以输入特征维度为
D维，并选用高斯分布作为类条件概率分布为例。如果有K 个类别，则概率生成模型需要估计
以下参数：每个类别的均值，共KD个参数；各类别共享的对称协方差矩阵，共需D(D+1)/2

个参数；各类别的先验概率，共K 个参数（考虑到概率归一性，通常实际为K − 1个参数）。总
的参数量为 1

2(D
2 + (2K + 1)D + 2(K − 1))。由此可见，随着特征维度D的增加，所需估计的

参数数量呈二次增长。相比之下，如果我们能够直接确定如公式3.128所示的广义线性模型中权
重参数，则仅需估计 K(D + 1)个参数（包含偏置项 wk0）。当特征维度或类别数较大时，概率
判别模型因其参数更少而具有明显的优势。

概率生成模型和概率判别模型主要区别在于：前者先对每个类别的均值、协方差和先验分
布进行估计，再通过这些统计量间接计算线性模型的权重参数（公式3.110显示了模型参数之间
的关系），而后者则跳过中间过程，直接对线性模型的权重参数进行学习。

接下来，我们仍以二分类问题为例，探讨如何采用概率判别模型的思路，直接对类别条件
概率进行建模，并通过训练数据估计模型的权重参数。具体而言，我们采用 Sigmoid函数将输
入特征的线性组合映射为类别概率。这种方法称为 Logistic回归（Logistic Regression）。尽管方
法名字中带有 “回归”，但它主要用于分类任务，尤其是二分类问题。给定包含N 个样本的训练
数据集 D = {(x̃i, ti)}Ni=1，其中 x̃是在原输入向量 x的前面添加一个值为 1的元素（对应于偏
置项）之后的增广向量，即 x̃ = (1,x→)→。我们继续沿用之前的标签编码方式：若样本 x̃i属于
类别 C1，则对应的标签 ti = 1；若属于类别 C2，则 ti = 0。在此设定下，模型的似然函数可以
表示为：

p(t|w̃) =
N∏

i=1

ytii (1− yi)
(1−ti) (3.134)

其中 t = (t1, . . . , tN )→，yi = p(C1|x̃i) = σ(x̃→
i w̃)，而 w̃ 是包含了偏置项 w0 后的增广权重向

量。对上述似然函数取对数并加上负号后，可将其转化为如下形式的损失函数 (最小化该损失函
数等价于最大化原似然函数)：

L(w̃) = − ln p(t|w̃) = −
N∑

i=1

(ti ln yi + (1− ti) ln (1− yi)) (3.135)

上式也被称为交叉熵（Cross-entropy）损失，在分类任务中被广泛采用，它能够度量真实分布与
预测分布之间差异。此处，对于输入样本 x̃i，我们将 (ti, 1−ti)→看成真实分布，而将 (yi, 1−yi)→
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视为模型的预测分布。我们通过调整参数向量 w̃来最小化真实分布与预测分布之间的差异，从
而提升模型的分类性能。下面我们简要说明为何最小化交叉熵可以减少两个分布之间的差异。

在信息论中，两个离散概率分布 p和 q之间的交叉熵定义如下：

H[p, q] = −
∑

x

p(x) ln q(x) (3.136)

通过如下推导，交叉熵 H[p, q]可以被表示为分布 p的熵 H[p]与分布 p和 q之间 KL散度之和：

H[p, q] = −
∑

x

p(x) ln q(x)

= −
∑

x

p(x) ln

(
q(x)p(x)

p(x)

)

= −
∑

x

p(x)

(
ln p(x) + ln

q(x)

p(x)

)

= −
∑

x

p(x) ln p(x)−
∑

x

p(x) ln
q(x)

p(x)

= H[p] +DKL(p∥q)

如第2.4节中所述，KL散度可以用于衡量两个概率分布之间的差异程度。由于分布 p的熵 H[p]

在优化过程中是常数，因此在最小化交叉熵时可以忽略不计。因此，最小化交叉熵实际上等价
于最小化分布 p和 q之间的 KL散度，本质上就是在最小化真实分布和预测分布之间的差异。

对损失函数（公式3.135）关于参数 w̃求导数，我们得到：

∇L(w̃) = −
N∑

i=1

(ti(1− yi)x̃i − yi(1− ti)x̃i)

=
N∑

i=1

(tiyix̃i − tix̃i + yix̃i − tiyix̃i)

=
N∑

i=1

(yi − ti)x̃i (3.137)

从公式3.137可以看出，每个样本对损失函数梯度的贡献等于误差（即模型预测值 yi与目标值 ti

之差）与该样本的特征向量的乘积。据此，我们可以设计一个序贯学习算法来逐步更新参数 w̃：

w̃(j+1) = w̃(j) − η∇Li(w̃
(j)) = w̃(j) − η(yi − ti)x̃i (3.138)

其中 Li(·)表示第 i个样本的损失，j 表示迭代的步数，而 η表示学习率（或称学习步长）。
由公式3.138可知，参数 w̃的更新依据当前一个样本（或者一批样本）对损失函数下降方向

的一阶估计。只要模型的预测值 y 与目标值 t存在偏差，就会对权重参数 w̃ 进行相应的调整。
这种更新策略的趋势是：对于属于类别 C1 的样本 x̃，通过让 x̃→w̃的值持续增大，使其预测值
逐渐趋近 1；而对于属于类别 C2的样本，则让 x̃→w̃不断减小，使其预测值趋近于 0。如果训练
集是线性可分的，那么一定存在某个方向 w̃可以将两类样本完全分开。我们只要在这个方向上
不断放大 w̃的模长（即乘上一个正因子），就可以使属于 C1 的样本对应的 x̃→w̃更大，而属于
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C2样本的 x̃→w̃更小，从而使 Sigmoid函数的输出更趋近于 1或 0（但永远不可能等于 1或 0）。
在此过程中，负对数似然损失函数（公式3.135）会持续下降。在没有对参数 w̃施加正则化约束
的情况下，参数向量 w̃的范数（或模长）会趋于无穷大，从而导致严重的过拟合问题。
通过对损失函数（公式3.135）的分析可知，它是一个凸函数。这意味着该函数存在最小值，

并且是唯一的 [13]。因此，我们有必要进一步探寻更好的优化算法，以确保训练过程能够稳定
地收敛到全局最优解。接下来的内容将先证明该损失函数的凸性，然后再讨论相应的优化算法。

我们在参数 w̃处，对公式3.135所定义的损失函数进行二阶泰勒展开，可得：

L(w̃ + h) ≈ L(w̃) +∇L(w̃)→h+
1

2
h→Hh (3.139)

其中：

H = ∇2L(w̃) =
N∑

i=1

yi(1− yi)x̃ix̃
→
i = X̃→RX̃ (3.140)

上式中的H被称为海森矩阵（Hessian Matrix），它是由损失函数关于参数 w̃的所有二阶偏导数
组成的一个方阵。X̃是一个维度为 N × (D + 1)的矩阵，其第 i行为 x̃→

i 。R是一个 N ×N 的
对角矩阵，其第 i个对角线元素为Rii = yi(1− yi)。对于任意非零的 D + 1维向量 v，我们有：

v→Hv = (X̃v)→R(X̃v) = u→Ru =
N∑

i=1

yi(1− yi)u
2
i (3.141)

其中 u = X̃v。由于所有 yi均满足 0 < yi < 1，从上式可知 v→Hv > 0，说明H是一正定矩阵。
由此可知，公式3.139右侧的最后一项恒为正，因而可以推出：

L(w̃ + h) ≥ L(w̃) +∇L(w̃)→h (3.142)

将上式中的 w̃记作 w̃a，并将 w̃ + h记作 w̃b，则上式可以改写为：

L(w̃b) ≥ L(w̃a) +∇L(w̃a)
→(w̃b − w̃a) (3.143)

以上公式称为凸函数的一阶条件。只要函数满足这一条件，就可以证明它是凸的。为此，我们
任取 0 ≤ λ ≤ 1，并令 w̃c = λw̃a + (1− λ)w̃b。应用公式3.143两次，可以得到：

L(w̃a) ≥ L(w̃c) +∇L(w̃c)
→(w̃a − w̃c) (3.144)

L(w̃b) ≥ L(w̃c) +∇L(w̃c)
→(w̃b − w̃c) (3.145)

对公式3.144两边同时乘以 λ，并对公式3.145两边同时乘以 1− λ，再将两式相加，可得：

λL(w̃a) + (1− λ)L(w̃b) ≥ L(w̃c) (3.146)

以上不等式正是凸函数的定义形式，因此也就证明了负对数似然损失函数（公式3.135）是一个
凸函数。从公式3.142可知，若损失函数在 w̃处的一阶导数为零（即该处为局部最小值），则它
必然也是全局最小值。这是因为该不等式 L(w̃ + h) ≥ L(w̃)对任意方向的扰动向量 h都成立，
因而在整个定义域内不可能存在更小的函数值。

根据损失函数的二阶泰勒展开形式（公式3.139），为了找到能使损失函数下降最快的参数
更新方向 h，我们可以将该二阶泰勒展开对 h求偏导，并令导数为零，从而得到最优更新方向
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的解析形式：

∇L(w̃) +Hh = 0 ⇒

h = −H−1∇L(w̃) (3.147)

按以上更新方向，则权重参数的更新公式为 [25]：

w̃(j+1) = w̃(j) −H−1∇L(w̃) (3.148)

上述更新规则来源于经典的牛顿–拉弗森方法（Newton-Raphson Method），该方法通过引入目标
函数的二阶导数信息来加快参数优化过程。由于海森矩阵 H的计算依赖于当前的参数向量 w̃。
因此，每一次迭代也需要根据当前的 w̃重新计算相应的海森矩阵H。

接下来，我们来讨论多分类的情形。之前讨论概率生成模型的时候已经提到，样本 x属于
类别 Ck 的后验概率可以表示为：

p(Ck|x) = yk(x) =
exp (zk)∑K
j=1 exp (zj)

(3.149)

其中：
zk = x̃→w̃k (3.150)

x̃是在特征向量 x中添加一个值为 1的元素（对应于偏置项）之后的增广向量，即 x̃ = (1,x→)→，
而 w̃是包含了偏置项 w0后的增广权重向量。我们采用 1-of-K 编码来表示的类别向量。假设共
有K 个类别，对属于第 j 类的某个样本 xi，其目标输出向量（类别向量）ti为一个K 维向量，
其中第 j 个元素 tij = 1，其余元素均为 0。给定包含 N 个样本的训练数据集 D = {(x̃i, ti)}Ni=1，
其似然函数可以表示为：

p(T|w̃1, . . . , w̃K) =
N∏

i=1

K∏

k=1

p(Ck|x)tik =
N∏

i=1

K∏

k=1

ytikik (3.151)

其中 yik = yk(xi)，而T为一个维度为N ×K 的矩阵，其第 i行对应于样本 xi的目标输出向量
t→i 。对以上似然函数取对数并在前面加上负号后，我们可以将其转化为如下形式的损失函数：

L(w̃1, . . . , w̃K) = − ln p(T|w̃1, . . . , w̃K) = −
N∑

i=1

K∑

k=1

tik ln yik (3.152)

上式被称为多分类问题的交叉熵损失函数。与概率生成模型不同，我们通过直接最小化交叉熵
损失函数来优化权重参数 (w̃1, . . . , w̃K)。在优化过程中，需要应用链式法则来计算损失函数对
每组参数向量 w̃j 的偏导数，从而获得梯度下降的更新方向。
在梯度计算的过程中，较为复杂的一步是对公式3.149中的 Softmax函数求导。为简化后续

计算，我们首先推导 Softmax函数输出 yk 关于输入变量 zj 的偏导数，具体形式如下：
∂yk(zj)

∂zj
= yk(I(k = j)− yj) (3.153)

111



郑骁庆著 3.7 概率判别模型

其中 I(k = j)称为指示函数（Indicator function），其定义如下：

I(k = j) =

⎧
⎨

⎩
1 若 k = j

0 若 k ̸= j
(3.154)

为了推导出公式3.153，我们分 k = j 和 k ̸= j 两种情况进行分析。当 k ̸= j 时，我们有：
∂yk(zj)

∂zj
=
− exp (zk) exp (zj)(∑K

h=1 exp (zh)
)2

=
exp (zk)∑K
h=1 exp (zh)

(
0− exp (zj)∑K

h=1 exp (zh)

)

= yk(0− yj) (3.155)

当 k = j 时，则有：
∂yk(zj)

∂zj
=

exp (zk)∑K
h=1 exp (zh)

+
− exp (zk) exp (zk)(∑K

h=1 exp (zh)
)2

=
exp (zk)∑K
h=1 exp (zh)

(
1− exp (zk)∑K

h=1 exp (zh)

)

= yk(1− yk) (3.156)

将公式3.155和3.156合并后，即可得到公式3.153。利用该公式，我们可以计算损失函数关于权重
参数 w̃j 的偏导数。这一步是实现梯度下降等优化算法的关键，因为它为我们提供了损失函数
在当前参数时的变化方向。具体地，利用公式3.153所给出的 Softmax函数导数形式，我们可以
得到如下关于 w̃j 的梯度表达式：

∇w̃jL(w̃1, . . . , w̃K) = −
N∑

i=1

K∑

k=1

tik
yik

yik(I(k = j)− yij)x̃i =
N∑

i=1

(yij − tij)x̃i (3.157)

以上推导过程中，只有 tij = 1的那一项会被保留，其余项因 tik = 0而被消去。同样地，我们
可以据此设计一个序贯学习算法，该算法每次输入一个样本，并按照类似公式3.138对每组权重
向量进行迭代更新。我们还可以进一步计算损失函数对权重参数的二阶偏导数，该导数对应于
海森矩阵中的第 (j, k)个子块，具体形式如下：

∇w̃k∇w̃jL(w̃1, . . . , w̃K) =
N∑

i=1

yik(I(k = j)− yij)x̃ix̃
→
i (3.158)

因此，我们也可以采用类似公式3.148的方式，对权重参数进行迭代更新。需要指出的是，本节
介绍的方法同样适用于对输入特征向量 x通过一组基函数进行变换后所得到的新特征空间。在
原始特征空间中线性不可分的问题，在经过适当的基函数映射后，可能会在变换后的特征空间
中变得线性可分。
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主要符号表

数学符号

x 向量
y 标量
D 向量维度
xj 向量的第 j 个分量（向量分量为标量）
f 输入到输出的某种映射
X→ 矩阵转置
X−1 逆矩阵
|X| 矩阵的行列式
tr(X) 矩阵的迹（矩阵所有特征值之和，也等于主对角线元素的总和）
ln 以自然常数 e为底的对数
ex或 exp(x) 自然常数 e的指数函数
f ′(x) 一阶导数
f ′′(x) 二阶导数
∇f(x) 一阶梯度（梯度向量）
∇2f(x) 二阶梯度（海森矩阵）
∂f(x)
∂x 一阶偏导

∂2f(x)
∂x2 二阶偏导

机器学习

D 数据集
N 样本数量
xi 第 i个训练样本
yi 第 i个训练样本对应的输出
κ(x,x′) 核函数
L(·) 损失函数
J (·) 目标函数或代价函数
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概率统计

E[x] 均值或期望
Var[x] 方差
Cov[x, z] 随机变量 x和 z之间的协方差
!(z) 伽玛函数
N (x|µ,σ2) 高斯分布，其中 µ为均值，σ为标准差
N (x|µ,λ−1) 高斯分布，其中 µ为均值，λ为精度
Bern(x|µ) 伯努利分布
Bin(k|µ,N) 二项分布
Beta(µ|α,β) 贝塔分布
Poisson(k|λ) 泊松分布
Exp(λ|β) 指数分布
Gamma(λ|α,β) 伽玛分布，其中 α为形状参数，β 为逆尺度参数
Mult(m|µ, N) 多项分布
Dir(µ|α) 狄利克雷分布
N (x|µ,Σ) 多维高斯分布，其中 µ为均值向量，Σ为协方差矩阵
N (x|µ,Λ) 多维高斯分布，其中 µ为均值向量，Λ为精度矩阵
W(Λ|W, η) 威沙特分布，其中W为尺度矩阵，η为自由度
NormalGamma(µ,λ|φ, ν,α,β) 高斯-伽玛分布
NormalWishart(µ,Λ|υ, ν,W, η) 高斯-威沙特分布
St(x|µ, τ, η) 学生氏分布，其中 µ为均值，τ 为精度，η为自由度
St(x|µ,Λ, η) 多维学生氏分布，其中 µ为均值向量，Λ为精度矩阵
Laplace(x|µ, τ) 拉普拉斯分布，其中 µ为位置参数，τ 为尺度参数
χ2(x|η) 卡方分布，其中 η为自由度
U(x|a, b) 连续型均匀分布，其中 a为下界、b为上界 (a < b)

H[x] 信息熵，其中 x为随机变量
H[y|x] 条件熵，其中 x和 y为随机变量
H[p, q] 分布 p和 q之间的交叉熵
DKL(p||q) 分布 p和 q之间的 KL散度
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